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UM SISTEMA DE RECOMENDAGAO PARA USUARIOS DAS
PLATAFORMAS DE CROWDSOURCING

RESUMO

O sucesso na utilizagcdo do desenvolvimento de software em plataformas de
crowdsourcing depende de um grande numero de desenvolvedores estar engajado
que registrem e submetam tarefas de forma recorrente. Um dos principais desafios
enfrentados pelos usuarios neste tipo de plataforma é a dificuldade na selecédo de
tarefas devido ao grande numero disponivel simultaneamente, bem como encontra-
las de acordo com seu perfil. Este trabalho propde um sistema de recomendag¢ao com
objetivo de recomendar tarefas em tempo real de acordo com o histérico de
participacdo do usuario. Para isto foi desenvolvido um modelo de analise de
similaridade entre tarefas (SIM-Crowd), um modelo de avaliacdo do histérico do
usuario (UHR-Crowd) e um algoritmo responsavel por agrupar os modelos e gerar as
recomendagdes (RA-Crowd). Para avaliagdo do sistema de recomendacgédo foram
realizados experimentos com objetivo de medir a precisao e cobertura, bem como as
métricas propostas pelos modelos e melhorar as configuragdes iniciais do sistema.
Conclui-se que os objetivos foram atendidos uma vez que foi possivel gerar
recomendagdes com uma boa taxa de precisdo e cobertura utilizando como meio os
modelos propostos. Apesar dos experimentos serem realizados com dados historicos
extraidos da plataforma, estima-se que pelo detalhamento do processo, é
demonstrado a possibilidade de gerar recomendagdes em tempo real.

Palavras-chave: Busca de Tarefas, Sistemas de Recomendacdo, Software
Crowdsourcing.



A RECOMMENDATION SYSTEM FOR CROWDSOURCING
PLATFORM USERS

ABSTRACT

The success in software development on crowdsourcing platforms depends on many
developers who are involved in registering and submitting tasks every time. One of the
main challenges faced by users on this type of platform is the difficulty in choose tasks,
due to the large number available and finding tasks according to their profile. This work
presents a recommendation system with the objective of recommending tasks in real-
time based on the user's last activities in these platforms that use TopCoder as a study
base. For that, a task similarity analysis model (SIM-Crowd), a user history evaluation
model (UHR-Crowd), and an algorithm responsible for grouping the models and
generating the analyzes (RA-Crowd) were developed. To evaluate the
recommendation system, experiments were carried out to measure the accuracy and
coverage and the metrics propose by the models to improve the initial configuration of
the system. The objectives were achieved because it is possible to generate
recommendations with a good precision and coverage rate using the proposed models
as a means. Although the experiments are carried out with historical data extracted
from the platform, it is estimated that by detailing the process, the possibility of
generating recommendations in real time is demonstrated.

Keywords: Task Search, Recommendation Systems, Crowdsourcing Software
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1. INTRODUGAO

A internet permitiu um ambiente propicio para a colaboragdo, onde as
organizagbes puderam ser beneficiadas com as informagbes que eram
compartilhadas na rede. O aumento de mao de obra qualificada, redugao de vida dos
produtos e de um mercado de trabalho mais volatil, fez com que a informacgao se
tornasse um bem valioso, acarretando na criacdo e evolugédo de inteligéncia
colaborativa, como o crowdsourcing [1]. Nos ultimos anos, um numero crescente de
empresas que trabalham com desenvolvimento de software voltaram-se a empregar
um ecossistema descentralizado para este desenvolvimento semelhante a
comunidades de cddigo aberto com o objetivo de aumentar sua produgao de software
[2].

Crowdsourcing ¢ um modelo emergente de solugdo de problemas
distribuidos, baseado na combinagdo de humanos e computadores [3]. O termo foi
publicado pela primeira vez pelo jornalista Jeff Howe [4] em seu artigo "Rise of
crowdsourcing”, na revista Wired no ano de 2006, expondo um novo modelo de
comportamento social de coletividade, no qual pessoas de diversas areas € niveis de
experiéncia se reunem para executar tarefas, que sao levadas a multidao por meio de
chamadas abertas. Como um paradigma emergente, o desenvolvimento de software
crowdsourced (CSD), que deriva seu conceito de crowdsourcing, utiliza também um
formato de chamada aberta para atrair desenvolvedores para realizacao de tarefas de
desenvolvimento de software, tais como arquitetura, desenvolvimento de
componentes, testes entre outros [5] [6].

O sucesso no desenvolvimento de software crowdsourced (CSD), depende
muito de uma grande multidao de trabalhadores de software confiaveis que registrem-
se e submetam tarefas de forma recorrente, geralmente em troca de ganhos
financeiros [6]. Entre as plataformas de crowdsourcing que suportam o
desenvolvimento de software podem ser citadas TopCoder!, uTest?, AMTS,

Freelancer*, entre outras. O TopCoder destaca-se sendo o maior portal de competigdo

! TopCoder Website: http://www.topcoder.com/

2 uTest Website: http://www.utest.com/

3 Amazon Mechanical Turk Website: www.mturk.com/
4 Freelancer Website: http://www.freelancer.com/
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no desenvolvimento de software do mundo, entre seus clientes, podem ser citados
Google, Microsoft, Facebook e AOL [7].

1.1. MOTIVAGCAO

Projetado para permitir ampla acessibilidade e autoselecédo de tarefas, a
maioria das plataformas CSD permitem que o desenvolvedor selecione livremente as
tarefas de acordo com suas habilidades pessoais e seus interesses [5], porém
segundo Yang et al [6] isto acarreta em alguns desafios: a demora na selegdo manual
de tarefa em virtude do grande numero de tarefas disponiveis simultaneamente; o
solicitante de tarefas geralmente nao ter visibilidade e controle sobre os
desenvolvedores que estdo trabalhando nas tarefas por ele disponibilizada. Estes
fatores influenciam na identificagcdo da melhor correspondéncia usuario-tarefa.

Quanto a forma como sao disponibilizadas as tarefas em CSD, e os
problemas causados por este formato, Mao et al [5] avaliam sob duas perspectivas:

1) Perspectiva do trabalhador: considerando que ha muitas tarefas
disponibilizadas simultaneamente em plataformas como o TopCoder, é trabalhoso
para um desenvolvedor escolher uma tarefa mais adequada ao seu perfil;

2) Perspectiva da plataforma: desafio de buscar os melhores
desenvolvedores disponiveis para cada tarefa, sendo este um fator chave para uma
entrega com qualidade.

Yuen, King e Leung [8] acrescentam n&o fazer sentido que a quantidade de
tempo gasto na selegdo de uma tarefa seja igual ou até mesmo superior ao tempo de
desenvolvimento desta tarefa em determinadas situacbes. Em seu trabalho, Yuen,
King e Leung [8] citam o caso do escritor Rachael King que ganhou USD $ 4,38 por
oito horas de trabalho utilizando a plataforma AMT. Nesta experiéncia o escritor relata
que passou a maior parte do tempo procurando uma tarefa coerente com seu perfil,
sendo que a recompensa nao correspondeu ao esforgo utilizado.

Chilton et al [9] relatam que a maioria dos usuarios geralmente visualizam
apenas algumas tarefas publicadas recentemente em plataformas de crowdsourcing
como a AMT. No de seu estudo, Chilton et al [9] demonstram que uma tarefa com
posicionamento favoravel nos resultados da pesquisa foi concluida 30 vezes mais
rapido e por uma recompensa menor do que quando sua posicao era desfavoravel.

Ainda segundo, Chilton et al [9] a recomendagao de tarefas ajuda os solicitantes a
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coletar os resultados concluidos das tarefas em um periodo de tempo mais curto sem
manipular a posi¢cao de suas tarefas, e as tarefas podem ser apresentadas aos
usuarios que realmente tenham interesse.

Embora plataformas de CSD como o TopCoder geralmente permitam a
inscricao para alertas sobre novas tarefas [5], elas nao fornecem informacdes sobre
recomendagao personalizada para tais alertas. Para Yuen, King e Leung [10], a
recomendacgao de tarefas pode ajudar a trabalhadores encontrarem uma tarefa “mais
facilmente” e de uma maneira “mais rapida”, incentivando a colaboracdo e
participacao nas plataformas de crowdsourcing. Yang et al [6] também afirmam que é
fundamental o apoio a tomada decisdo do trabalhador quanto a selegcao de tarefas
nestas plataformas como forma de aumentar o engajamento e participacéo.

Entende-se que um sistema de recomendagdao que possa filtrar
previamente as tarefas de acordo com o perfil do usuario e seu histérico de
participacédo, poderia ser utilizado como uma ferramenta de apoio a tomada de
decisdo dos participantes de plataformas de crowdsourcing como o TopCoder,
contribuindo assim com o principal objetivo deste tipo de plataforma que ¢é a utilizagao
da inteligéncia coletiva como forma de colaboragao.

Diante do exposto, chegou-se ao seguinte problema de pesquisa: como
desenvolver um sistema para recomendar tarefas de acordo com o perfil do

trabalhador em uma plataforma de crowdsourcing?

1.2. OBJETIVOS

Tendo em vista a dificuldade existente na selecdo de tarefas em
plataformas de crowdsourcing, este trabalho tém por objetivo apresentar uma
abordagem de sistema de recomendacdo como forma de apoio a decisdo para
selegdo de tarefas no desenvolvimento de software nas plataformas de
crowdsourcing, utilizando o TopCoder como referéncia. Para isto foram elencados
alguns objetivos especificos:

o [dentificar atributos relevantes: identificacido dos atributos mais relevantes
associados as tarefas e historico de participagcao dos usuarios na plataforma
TopCoder;

e Criar modelo de similaridade: criagdo de um modelo para identificar a

medida de similaridade entre tarefas;
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e Criar modelo de avaliagdo do usuario: gerar um modelo de avaliagao quanto
a participagao dos usuarios neste tipo de plataforma;

e Definir mecanismo recomendagédo: definicAo de um mecanismo de
recomendacao que utilize o modelo de similaridade de tarefas e o modelo
de avaliacao do histérico de participacdo do usuario;

e Realizar experimentos: Realizacao de experimentos utilizando o sistema de
recomendacao desenvolvido;

e Avaliar o sistema de recomendacgdo: Avaliagdo dos experimentos com o
objetivo de identificar se as recomendagbes sado abrangentes e

consistentes.

1.3. OUTRAS CONTRIBUICOES
1.3.1. Artigo Publicado

Durante o mestrado, foi publicado um artigo no Simpésio Brasileiro de
Sistemas de Informacéao, evento anual e itinerante organizado pela SBC (Sociedade
Brasileira de Computacao), responsavel por congregar grande parte da comunidade
nacional com interesse nesta area®. O artigo com o titulo: CrowdRec:
Desenvolvimento de um protoétipo de sistema de recomendacgéo para plataformas de
crowdsourcing utilizando Google Venture Design Sprint propde a prototipacdo de um
aplicativo de recomendacéo de tarefas, com design orientado a experiéncia do usuario
(UX). Como metodologia utilizou-se o Google Venture Design Studio e a ferramenta
Quant-UX para realizar a analise dos resultados.

Apods a construgao do protétipo foi realizada uma pesquisa com um grupo
de usuarios, onde utilizando a metodologia TAM (adaptagdo do modelo da Teoria da
Acao Racional (TAR) [11]), foi possivel obter algumas variaveis como facilidade de
uso, utilidade do uso e variaveis externas como sugestdo de melhorias ao prototipo
proposto. Por fim, concluiu-se que o protétipo apresentou bons resultados, sendo que
a maior parte dos usuarios considerou a ferramenta de facil utilizagdo. Também foram
identificadas a necessidade de adequacdo em algumas telas por serem pouco

intuitivas dado os objetivos sugeridos na mesma.

Shttps://www.sbc.org.br/2-uncategorised/1817-sbsi-simposio-brasileiro-de-sistemas-de-informacao
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1.3.2. Participacao em co-orientagao

Como aluno de Mestrado do Programa de Pds-Graduagdo em
Computagdo Aplicada da Universidade de Passo Fundo, foi dado auxilio na co-
orientacao do aluno Regis Sganzerla, com trabalho de concluséo do curso de Ciéncia
da Computacao na area de software crowdsourcing, com titulo indefinido.

1.4. ORGANIZACAO DO TEXTO

Com o objetivo de descrever a abordagem de recomendacéao proposta e os
experimentos realizados, o presente trabalho encontra-se organizado da seguinte
forma:

e Capitulo 2 apresenta os principais conceitos que fundamentam esta
dissertagao, iniciando com a contextualizagdo sobre crowdsourcing e na
sequéncia sobre sistemas de recomendacao;

e Capitulo 3 sédo apresentados os trabalhos relacionados com o tema que
foram encontrados na literatura;

e Capitulo 4 é detalhada a abordagem proposta, os modelos utilizados bem
como o algoritmo de recomendacgao utilizado nesta abordagem;

e Capitulo 5 descreve os experimentos realizados, os resultados obtidos e a
discuss&o sobre os mesmos;

e Capitulo 6 conclui o trabalho com um resumo geral das contribui¢des e a

sugestao para trabalhos futuros.
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2. FUNDAMENTAGAO TEORICA

Este capitulo tem por objetivo apresentar a fundamentacéo teodrica utilizada
para o desenvolvimento do presente trabalho.

2.1. CROWDSOURCING

O termo crowdsourcing refere-se a um processo de conectar um grande
grupo de pessoas, com o objetivo de contribuir com um propédsito especifico tendo
como vantagem a acessibilidade econdbmica e de infraestrutura [12]. O termo foi
publicado pela primeira vez pelo jornalista Jeff Howe [4] e expde um novo modelo de
comportamento social e coletividade, no qual pessoas de diversas areas e niveis de
experiéncia se reunem para executar tarefas, que séo levadas a multidado por meio de
chamadas abertas. Em seu livro Crowdsourcing: o poder das multidées, Howe [13]
evidencia que o termo refere-se a criagao, execucdo, inovagao e solugao, que podem
vir de qualquer lugar, de forma voluntaria e gratuita até obtengao de algum beneficio.

Segundo Brabham [14], comunidades online sao fontes férteis de
criatividade e de talentos, com isso pesquisas académicas cresceram para verificar o
motivo do crescimento do crowdsourcing. As empresas assumiram algumas fungdes
que antes eram desempenhadas por funcionarios realizando a distribuicao do trabalho
para outros trabalhadores em uma chamada aberta para a comunidade online [14].

Brabham [14] relata ainda que em 2008 ocorreram as primeiras tentativas
académicas para definir o crowdsourcing. Essas definicbes eram conflitantes e
explicavam o crowdsourcing de acordo com os participantes e as razdes para suas
participagdes, conforme as ferramentas utilizadas, as caracteristicas organizacionais,
o grau de complexidade ou o nivel de participacdo do usuario. Essas tentativas
levaram a varias definigdes e interpretacbes para o crowdsourcing. Para Li e
Hongjuan [15], crowdsourcing € um ato de terceirizar tarefas que tradicionalmente
eram realizadas por um empregado ou contratado e disponibiliza-las a um grande e
indefinido grupo de pessoas ou a comunidade por meio de uma chamada aberta. As
tarefas sao divulgadas ao publico desconhecido pela comunidade online e o publico
utiliza uma plataforma para envio das solug¢des. A solucdo final € obtida por quem
propds a tarefa e o ganhador recebe incentivos em dinheiro [15].
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Li e Hongjuan [15] descrevem em linhas gerais o processo do
crowdsourcing como:

e O crowdsourcer (empresas e organizagdes) propdem a tarefa e a tornam
disponivel pela internet ou outros meios de comunicagéo e ao mesmo tempo
apresentam de forma clara os requisitos da solucéo e a recompensa para
os vencedores;

e O publico apresenta solug¢des potenciais;

e O crowdsoucer determina a melhor solugéo e recompensa o vencedor da
tarefa;

e Crowdsoucer possui a melhor solugao.

Diante deste novo modelo de distribuicdo de solugcédo de problemas, fez-se
necessario a criagdo de um elo entre o crowdsoucer e a multiddo. Ou seja, a criagao
de plataformas para auxilio no gerenciamento, ndo apenas de pequenas tarefas, mas
projetos inteiros, partindo desde sua documentacdo, até sua entrega final. Desta
forma, possibilitou ao crowdsoucer encontrar talentos fora de seus limites fisicos, além
de vantagens como: redugao nos custos, visibilidade de sua marca/empresa, solugdes
diversificadas, melhor qualidade, acesso a criatividade e, como esperado, a resolugao
do seu problema [16].

Algumas plataformas especializam-se apenas em determinada fase do
processo, seja na coleta dos requisitos, no design, no desenvolvimento ou na
validacéo do escopo de uma demanda. Por exemplo, a BugFinders® é uma plataforma
de crowdtesting, onde os usuarios participam apenas para encontrar defeitos em
sistemas, em sua maioria e-commerce, sendo remunerados conforme gravidade do
defeito reportado. Os participantes necessitam seguir padrdes para reportar os
defeitos encontrados e, principalmente, saber o que faz parte do escopo.

Segundo Zanatta [12], o crowdsourcing € uma maneira diferenciada de
como a multidao oferta servigos, ideias e conteudo, sendo assim, o desenvolvimento

de software pode ser considerado com uma possibilidade no uso deste modelo.

211. Software Crowdsourcing

¢ https://www.bugfinders.com
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Movimentos de softwares open source demonstraram que a produgao de
software pode ser realizada fora da empresa, sendo possivel aproveitar talentos
espalhados de forma global. O sucesso atraiu interessados no modelo de
crowdsourcing, no qual empreendedores podem utilizar o poder da multidao em torno
de uma meta de producgado. Essa forma de trabalho demonstrou-se eficiente e um
numero crescente de empresas a tém a utilizado [17]. Alguns exemplos deste tipo de
iniciativa sdo o Sistema Operacional Linux, o Apache’, o Rails® e o Firefox® que foram
construidos por um numero diverso de pessoas espalhadas geograficamente de forma
colaborativa e sem recompensa financeira [12].

Alguns dos objetivos e motivagbes apontados por organizagdes que
utilizam o software crowdsourcing sado: qualidade do software, aquisicao rapida,
identificacdo de talentos, reducdo de custos, solugdes diversificadas, criacdo de
ideias, ampliar a participacao, educacgao dos participantes e marketing [18] [19].

Segundo Zanatta [12], o projeto de software crowdsourcing deve ser
executado a partir de quatro elementos fundamentais: o cliente, a plataforma, a
multidao e a tarefa. Desta forma, para que a plataforma execute seu papel no processo
€ fundamental que possua processos adaptados ou especificos para o
desenvolvimento de software. Diversas plataformas buscaram permitir esse modelo
de crowdsourcing aplicado ao desenvolvimento de software, sendo uma delas o
TopCoder.

Para Shenck e Guitard [20], o TopCoder é uma das principais
plataformas para projetos de software no mundo, reunindo profissionais e amadores
que realizam tarefas comerciais e que competem entre si visando uma compensacao
financeira. Yang et al [6] também destaca a importancia do TopCoder elencando como
“a plataforma de software mais popular em software crowdsourcing”. Segundo [21], 0
TopCoder € uma plataforma que abrange todo o processo de desenvolvimento de
software como a obtencao de requisitos, desenvolvimento, teste e evolugao.

O processo de desenvolvimento de software no TopCoder, de uma forma
resumida, funciona da seguinte maneira: o cliente (requester) anuncia um problema
que precisa ser solucionado pela multiddo (crowd); esse problema é fragmentado em

problemas menores e bem definidos, conhecidos como tarefas (fasks), desta forma

7 https://www.apache.org/
8 http://rubyonrails.org/
° https://www.mozila.org/pt-BR/firefox/new/
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qualquer programador cadastrado na plataforma pode se registrar para tentar
desenvolver uma solugdo, gerando uma competitividade entre os programadores
participantes; entre todas as solug¢des enviadas, € escolhida a que atender melhor os
requisitos do projeto e for melhor avaliada quanto sua qualidade; o conjunto e tarefas
solucionadas formam o projeto completo, que é certificado pelo TopCoder e entregue
ao cliente [13].

Uma ferramenta que pode auxiliar e incentivar a utilizagao de plataformas
de crowdsourcing bem como o desenvolvimento de software utilizando estas
plataformas sédo os Sistemas de Recomendacéao, que sera conceituado na préoxima

secao.

2.2. SISTEMAS DE RECOMENDACAO

Devido a grande quantidade e diversidade de informacgdes disponiveis na
internet, torna-se dificil escolher a melhor informacéao a ser consumida. Os processos
de busca e recuperacgao da informagao acabam sendo complicados e nem sempre a
pessoa esta preparada ou tem a experiéncia necessaria para elaborar as estratégias
de busca com assertividade [22]. Uma das ferramentas utilizadas para amenizar esse
tipo de problema sao os sistemas de recomendacgao, os quais facilitam o encontro de
dados durante os processos de busca e navegagdo, oferecendo aos usuarios
indicacbes daqueles produtos e servigcos que poderiam estar associados ou
relacionados as suas necessidades [23].

Segundo Rassweiler [24], uma definicdo para sistema de recomendagéao
seria “um software utilizado em contextos onde existem usuarios e itens, sendo que o
objetivo deste software é estimar quais sdo os itens que cada usuario tém a maior
chance de vir a consumir’. Para Ricci [25], os sistemas de recomendagdo podem
auxiliar os usuarios no processo de tomada de decisdo em relagao a diversas acgdes,
como comprar itens, assistir filmes, ouvir musica, ler noticias, entre outras.

Um dos primeiros aplicativos experimentais na area foi proposto por
Goldberg [26], o Tapestry, criado por pesquisadores da empresa Xerox no Palo Alto
Research Center. Um sistema experimental de envio de e-mails que permitia a
personalizagcao dos e-mails recebidos pelos usuarios por meio da aplicacao de filtros
baseados nao apenas no conteudo dos documentos, mas também envolvendo uma

avaliacdo dos leitores a respeito destes documentos. Resnick e Varian [13]
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posteriormente foram responsaveis pela introdugdo do termo sistema de
recomendagao.

Os sistemas de recomendacgédo sao muito uteis em situagdes quando o
usuario ndao possui conhecimento suficiente para tomar uma decisdo sobre um
dominio especifico ou quando ele ndo é capaz de avaliar todas as opc¢des disponiveis,
geralmente devido ao grande volume de opg¢des. Um principio basico destes sistemas
€ usar informacdes disponiveis do perfil do usuario, dos itens e as interacdes entre
eles com objetivos de fazer previsdes sobre quais novos itens podem interessar este
usuario.

Os sites de comércio eletrdnico sao um exemplo da utilizagao de sistemas
de recomendagao tendo como objetivo aumentar a quantidade de vendas, usando a
personalizagcado de conteudo e a indicacao de itens com uma maior taxa de aceitacao
dos usuarios. Introduzido em julho de 1996 o My Yahoo foi o primeiro website a utilizar
a personalizagcdo em grandes proporgoes, utilizando a estratégia de customizagao
onde o usuario indicava explicitamente varios critérios de preferéncia de exibicao de
sua pagina [27]. Atualmente varios dominios utilizam este tipo de técnica com o intuito
de melhorar a experiéncia do usuario, como streaming de videos do Netflix, Youtube
e Vimeo, streaming de musica como Spotify, Deezer e Pandora, redes sociais como
Twitter, Facebook e Instagram, entre outros [24].

As estratégias de personalizagdo mais utilizadas trazem ao usuario ofertas
combinadas ("clientes que compraram item X também compraram item Y"), itens de
sua preferéncia, itens mais vendidos em suas categorias favoritas, entre outras. Para
possibilitar quaisquer destas formas de personalizagcdo, € necessario coletar e
armazenar informagdes sobre 0s usuarios.

Para atender a necessidade dos usuarios, um sistema de recomendacgao
geralmente possui [28]:

e Dados prévios ou armazenados: corresponde a toda informagao que o
sistema armazena para utilizar no processo de recomendacéo;

e Dados de entrada ou do usuario: tratam-se de informacdes fornecidas
pelo usuario para que o processo de recomendagao possa ser iniciado;

e Algoritmo de recomendacgao: é responsavel por combinar dados prévios

e dados de entrada para que sejam fornecidas as devidas recomendacdes.

A personalizagao de navegacao do ponto de vista computacional consiste

em um conjunto de fungdes, como por exemplo monitorar toda a interagdo do usuario
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enquanto o mesmo realiza a navegagao, e, com base nas informagdes coletadas,
manter um modelo do usuario contendo informagdes como dados demograficos, itens
visualizados, interesses, preferéncias, entre outros. Apresentar links ou fragmentos
dentro de uma pagina, assegurando que seu conteudo inclua a informacéao apropriada
para aquele usuario conforme o modelo proposto acima.

Um dos grandes desafios dos sistemas de recomendacao é realizar a
combinacdo correta entre os que estdo recomendando e aqueles que estao
recebendo a recomendagéo, ou seja, definir e descobrir este relacionamento de
interesses [29].

No contexto de sistemas de recomendagdo, pode-se destacar duas
classificagdes quanto a sua aplicagéo:

e Recomendagoées Nao Personalizadas: Técnica que nao considera as
particularidades do usuario. Recomendacdes sobre itens mais vendidos,
itens mais pesquisados, ou com melhor avaliagdo geral sdo alguns
exemplos deste tipo de recomendacéo;

¢ Recomendacbées Personalizadas: Nesta técnica ¢é Ilevado em
consideragao o perfil do usuario, desta forma geram resultados que em
geral sdo melhor aceitos pelos mesmos. Gostos pessoais, preferéncias,
avaliagdes, entre outros aspectos devem ser levados em consideragao.
Segundo Adomavicius [30], é possivel classificar os sistemas de

recomendagdao em trés grupos definidos a partir do método de filtragem utilizado,
sendo filtragem baseada em conteudo, filtragem colaborativa e filiragem hibrida. O
método de filtragem pode ser resumido como um processo que separa 0s objetos
aderentes ao perfil e contexto do usuario. Bobadilla et al [31] introduz outros dois
métodos encontrado na literatura, sendo a filtragem demografica e a filtragem social
como uma possivel tendéncia na area. Nesta se¢ao sao apresentadas as técnicas
mais comuns encontradas na literatura citadas por Adomacicius [30] e Ricci et al [32]:

filtragem baseada em conteudo, filtragem colaborativa e filtragem hibrida.

2.21. Filtragem Baseada em Conteudo

Segundo Herlocker [33], por muitos anos os cientistas tém direcionado seus
esfor¢cos para aliviar o problema ocasionado com a sobrecarga de informacgdes

propondo projetos que integram tecnologias que automaticamente reconhecem e
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categorizam as informacgdes. Esta técnica é chamada de Filtragem Baseada em
Conteudo - FBC [25] por realizar uma selegao baseada na analise de conteudo dos
itens e no perfil do usuario.

A abordagem baseada em conteudo tem suas raizes na area de
recuperacédo de informagédo sendo que muitos sistemas baseados em filtragem de
conteudo focam na recomendacdo de itens com informagbes textuais, como
documentos e websites [34]. As melhorias sobre os sistemas tradicionais de
recuperacao de informacao vieram com a utilizacdo do perfil do usuario, que contém
suas preferéncias e necessidades.

Desta forma, a FBC parte do principio de que os usuarios tendem a
interessar-se por itens similares aos que demonstraram interesse no passado,
definindo entao, a similaridade entre os itens [33]. O processo de recomendacgao neste
modelo, consiste em contrastar o perfil do usuario com o perfil dos itens e recomendar
a este usuarios itens com perfis mais similares aos dele ou ainda contrastar o perfil
dos itens que o usuario demonstrou preferéncia no passado com cada item que
deseja-se avaliar a preferéncia do usuario [24].

Uma etapa importante na concep¢do de um modelo de sistema de
recomendacao utilizando a técnica de filtragem baseada em conteudo é a definigao
de quais atributos serao utilizadas para construir os perfis de itens e usuarios. A partir
das preferéncias dos usuarios por cada item, pode-se determinar diferentes pesos
para os atributos para em seguida realizar a analise de similaridade sobre os mesmos
[24].

Quando as fontes de atributos sdo textuais, uma técnica muito comum
neste tipo de abordagem € a indexacao de frequéncia de termos (term frequency
indexing), usando o algoritmo TF-IDF (Term Frequency-Inverse Document
Frequency), onde o objetivo € aumentar o peso do termo que ocorre frequentemente
em um documento (TF) e que ocorre raramente no restante dos documentos ( TF-IDF).
Antes de calcular a similaridade entre textos e o perfil do usuario ou dos itens, deve
observar-se o pré-processamento de textos, onde ocorrem atividades tais como
remogao de stopwords, analise I1éxica e stemming, que evitam palavras que nao sao
relevantes sejam consideradas palavras chaves ou comparadas as disponibilizadas
pelo usuario. Cazella [35] detalha estas atividades:

e Stopwords: Remogédo de termos que nao sao relevantes, como artigos,

preposi¢des, conjungdes e pronomes, visando eliminar estas palavras dos
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textos. S&o eliminados, por exemplo: “mas”, “mesmo”, “qualquer”, “seja”,

“ainda”;

e Analise Léxica: Digitos, sinais de pontuagéo, acentos e hifens podem ser
removidos neste processo, e todas as letras do texto podem ser
transformadas para maiusculas ou minusculas;

e Stemming: E realizado considerando cada palavra isoladamente, tentando
reduzi-la a sua provavel raiz. Sdo analisadas caracteristicas como grau,
género e numero com o objetivo eliminar os sufixos e prefixos das palavras
transformando-as em sua forma primitiva. Por exemplo, informacédo e
informatica tem, como raiz, a palavra “informa”.

Para Burke [28], as principais vantagens na utilizacao da filtragem baseada em

conteudo sdo:

¢ Independéncia do Usuario: as recomendagdes podem ser construidas
sem depender da similaridade entre os usuarios existentes no sistema,;

e Transparéncia: a descricdo dos atributos que compdem o perfil dos itens
sao responsaveis por originar as recomendacgdes, desta forma o processo
de recomendacéo é simplificado e transparente;

¢ Novos Itens: a filtragem baseada em conteudo é capaz de recomendar
itens novos, mesmo sem nenhuma avaliagdo do usuario, baseado na
similaridade entres os itens.

Em contrapartida, esta abordagem também possui algumas limitagdes,
entre elas destacam-se a super especializagado (overspecialization) e a partida fria
(cold-start) [30].

A super especializagdo € identificada quando um sistema de
recomendagao ndo consegue sugerir novos itens ao usuario, isto ocorre porque ao
sistemas buscar itens com maior similaridade ao perfil e contexto do usuario, este
método pode ignorar itens que, de certa forma, também sdo aderentes ao usuario,
porém nao possuem altos indices de similaridade. Nestes casos a filtragem baseada
em conteudo tende a ndo gerar recomendagdes com serendipidade, ou seja, que
surpreendam o usuario [24].

Outra limitacdo desta abordagem, € a “partida fria”, sendo objeto de amplo
estudo em sistemas de recomendacéao e de forma resumida esta relacionado ao que

recomendar quando nao existem informagdes sobre histérico do usuario. Como a
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filtragem baseada em conteudo, utiliza as escolhas passadas do usuario esta técnica
é altamente dependente destas informagdes historicas, logo sem estas informagdes o
método nao consegue identificar recomendacdes iniciais.

Segundo Rassweiler [24], uma maneira de mitigar as limitagdes
encontradas na filtragem baseada em conteudo é o uso de ontologias (limitagao de
analise de conteudo) ou outros tipos de analise semantica. Quanto a super
especializagao pode ser resolvido inserindo recomendagdes randémicas com auxilio
de algoritmos genéticos, ou ainda, utilizando uma abordagem hibrida [36].

No presente trabalho, utilizou-se a filtragem baseado em conteudo como
técnica de recomendagao, uma vez que foi analisado o histérico do usuario para
recomendar tarefas que possui uma medida de similaridade satisfatéria comparado a

novas tarefas disponibilizadas.

22.2. Filtragem Colaborativa

A filtragem colaborativa (FC) € uma técnica que consiste em utilizar
informacdes sobre o comportamento dos usuarios, como itens comprados e
avaliagdes de itens, de maneira a calcular quais produtos os usuarios tém maior
probabilidade de estarem interessados [25]. Segundo Barth [37], esta técnica deve ser
utilizada quando pode-se assumir que um usuario se comporta de forma semelhante
a outros, ou quando itens possuem a mesma demanda.

Na Figura 1 pode-se observar o comportamento onde o usuario A e o
usuario B tem perfis similares, por terem acessado os mesmos itens (A e B), logo o

item C é recomendado para o usuario A com base na similaridade dos dois perfis.

\ ® ® /
@ . 4 Similar : . #.

Usuario A ( Usuario B \
= _R. -
ecomenda;o- -~ .

Figura 1. Exemplo de sistema de recomendag¢ao com filtragem colaborativa [38].
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A abordagem da filtragem colaborativa foi desenvolvida para suprir as
desvantagens apontadas na filtragem baseada em conteudo [33], desta forma esta
abordagem diferencia-se da filtragem baseada em conteudo exatamente por nao
exigir a compreensao ou reconhecimento do conteudo dos itens.

O termo filtragem colaborativa (FC) foi usado pela primeira vez por David
Goldberg [26] em um artigo intitulado Using Collaborative Filtering to Weave na
Information Tapestry, Goldberg desenvolveu um sistema chamado Tapestry que
permitia que os usuarios fizessem anotagdes em documentos, marcando-os como
interessante ou desinteressante, a partir da analise dessas informacgdes, o sistema
conseguia filtrar estes documentos para seus usuarios.

Segundo Herlocker [33] os primeiros sistemas de filtragem colaborativa
requeriam usuarios para especificar o relacionamento de predicdo entre suas
opinides, ou de modo explicito indicar os itens de seu interesse. Um usuario de um
sistema deve, portanto, pontuar cada item experimentado, indicando o quanto este
item combina com a sua necessidade. Estas pontuagdes sao coletadas para grupos
de pessoas, permitindo que cada usuario se beneficie das pontuagdes (experiéncias)
apresentadas por outros usuarios.

A técnica de filtragem colaborativa pode ser descrita em trés fases [33],
explicadas do ponto de vista das recomendagdes realizadas para um usuario, também
chamado de usuario alvo (target):

1. Calcular o peso de cada usuario do sistema em relagao a similaridade
com o usuario alvo (métrica de similaridade);

2. Selecionar um subconjunto de usuarios com maiores similaridades
(vizinhos) para considerar na predicao;

3. Normalizar as avaliagbes e computar as predigdes ponderando as
avaliagdes dos vizinhos com seus pesos.

Em geral a filtragem colaborativa é implementada utilizando uma matriz,
onde os itens sdo armazenados nas colunas e os usuarios nas linhas. Esta matriz
contém as avaliagcbes que os usuarios informaram para cada item com o objetivo de
estimar o quanto um usuario com comportamento similar pode também se interessar
por estes itens. Na Figura 2 é apresentado um exemplo de uma matriz utilizada na

filtragem colaborativa.
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Item(i{) Item(iz) ltem(i) Item(is) ltem(is)
Usuario(u;) 1% 25K Bk * * % *
Usuario(ua) 2%k 3k % A 3 Hok
Usuario(ue3) 5 % % * K 2%k 1%
Usuario(y) 24k 2%k 3k 4 K
Usuario(us) 3k kK B 4 & * K 2k 24 %

Figura 2. Matriz utilizada na filtragem colaborativa [39].

A partir da matriz de usuarios e itens € necessario realizar o céalculo de
similaridade com o objetivo de medir o coeficiente de correlagdo ou alguma medida
de distancia como: Pearson, Cosseno, Jaccard e Spearman. Ainda existe a
possibilidade de utilizar outras técnicas para calculo de similaridade como Clustering,
Redes Bayesianas, aprendizado de maquina, mineragao de dados, entre outras.

Uma das vantagens da técnica de FC é que possui um modelo conceitual
de operagcao de “facil entendimento”, possibilitando analisar itens a serem
recomendados sem preocupar-se com o conteudo destes itens, focando nas
avaliagcbées dos mesmos [33]. A FC possui outra vantagem em relacdo a FBC, que é a
possibilidade de apresentar aos usuarios recomendagdes inesperadas. O usuario
poderia receber recomendagdes de itens que ndo estavam sendo pesquisados de
forma ativa [29].

A filtragem colaborativa também possui algumas limitagdes, dentre as quais
pode-se citar [28][30]:

e Partida Fria (cold start): quando um usuario € novo no sistema o seu perfil
nao € similar a nenhum outro, isso acontece também com itens novos
adicionados ao banco de dados, que nao sera recomendado até ser
avaliado por algum usuario;

e Pontuagdes Esparsas: se o numero de usuarios for pequeno, existe a
possibilidade de as pontuacdes de similaridade serem muito esparsas;

o Preferéncias Atipicas (outliers): caso as preferéncias do usuario sejam
exoticas de acordo com o dominio, existira dificuldade de encontrar outros
usuarios com preferéncias similares.

Com base nas limitagcbes apresentadas pela filtragem baseada em
conteudo — FBC e da filtragem colaborativa, surge e filtragem hibrida com o objetivo
de maximizar as vantagens apresentadas em cada abordagem e minimizar as

desvantagens de cada uma.
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A filtragem hibrida busca por meio da combinagcédo de duas ou mais

técnicas, tirar proveito das vantagens de cada uma delas de modo a desenvolver um

sistema que recomende o conteudo mais adequado para o usuario.

Um exemplo comum é utilizar a filtragem colaborativa com a filtragem

baseada em conteudo. A combinacao dessas duas técnicas possibilita que o sistema

seja beneficiado pelos bons resultados para usuarios incomuns, pela precisao da

recomendacgao independentemente do numero dos usuarios (FBC), e pela descoberta

de similaridades entre os usuarios, além da recomendacgao relacionada com o

histérico do usuario (FC)[29].

-1 Descoberta de
novos
relacionamentos
entre usuarios

-J Recomendacgao
de itens
diretamente
relacionado ao
histérico

.l Bons
resultados para
usuarios
incomuns

.1 Precisao
independente
do nimero de
usuarios

Figura 3. Filtragem Hibrida [29].

Na filtragem hibrida (FH), as principais estratégias utilizadas, no que diz

respeito a forma como componentes serao combinados para gerar as recomendacgoes

segundo Barbosa [40], sdo:

e Ponderada: nesta abordagem a FBC e a FC sado implementadas

separadamente e uma combinacao linear é feita com os resultados;

¢ Mista: nesta abordagem as recomendacdes geradas pelas duas técnicas

sdao combinadas no processo final de recomendacao, de tal forma que as

duas recomendacgdes sejam apresentadas ao usuario na mesma lista;

e Combinagcao sequencial: nesta abordagem a FBC cria os perfis dos

usuarios e, posteriormente, estes perfis sdo usados no calculo da

similaridade da FC;

e Comutacgao: nesta abordagem o sistema utiliza algum critério, como por

exemplo a confianga no resultado, para comutar ou chavear entre a FBC e
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a FC. Pode-se também realizar a comutagao de uma técnica nos pontos de

desvantagens da outra técnica.

A utilizagado da Filtragem Hibrida pode auxiliar em problemas comuns no
contexto de sistemas de recomendagéo como o de recomendar um novo item, porém
outros problemas ainda persistem como recomendar itens para um usuario novo sem
historico em seu perfil. Uma possivel solucdo para o problema da partida fria €
proposto no trabalho de Marques [41] com utilizagao de informagdes semanticas sobre
os itens bem como a utilizagdo destas informacbes como apoio no calculo de
similaridade com objetivo de recomendacbes adequadas ao perfil do usuario,

incluindo itens novos do acervo que sejam relevantes.

224. Métricas de avaliagao de sistemas de recomendagao

ApOs gerar as recomendacdes, € importante que seja realizada a avaliagao
das mesmas. Esta avaliagao auxilia na realizagcao de ajustes com objetivo de reduzir
possiveis erros e consequentemente melhorar a experiéncia do usuario no sistema de
recomendagao.

Segundo Gunawardana e Shani [42], um das métricas utilizadas para
avaliagao de predi¢cdes em sistemas de recomendagao s&o as métricas de conjunto
que baseiam-se na teoria dos conjuntos, sendo elas: Precis&o (Precision), Revocagéo
(Recall), F-Measure e Cobertura (Coverage). Herlocker [33] também destaca estas
meétricas como mais populares na avaliacdo de sistemas de recuperacdo de
informacéao, detalhando o seu conceito:

e Precisao: responsavel por verificar a quantidade de itens recomendados
que sao do interesse do usuario em relagdo a conjunto de todos os itens
que sao recomendados;

e Revocacgao: indica a quantidade de itens de interesse do usuario que sao
apresentados na lista de itens relevantes;

e F-Measure: média harménica entre a precisao e a revocagao combinando-
se os dois valores em um para simplificar possiveis comparacgdes;

e Cobertura: calculada pela proporcédo de itens que sado aptos a serem
recomendados em relagdo ao conjunto de todos os itens conhecidos pelo

sistema de recomendacgao.
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O calculo da precisao pode ser observado na Equacgao (1), definida por

Huang et al. [43].

o |R; N R,| (1)

precision = ———
R,

O calculo da revocagao pode ser observado na Equagéao (2), definida por

Huang et al. [43].

recall = —le N R @
Ry
Sendo,
e R, conjunto total relevante;
e R,: conjunto de recomendacgdes do sistema;
e |R; N R,|: conjunto de recomendagdes corretas ou relevantes.
Ja o célculo da F-measure é apresentado na Equacao (3), também definida

por Huang et al. [43].

precision.recall ) (3)

F—measure=2( —
precision + recall

Para o calculo da cobertura é utilizado a Equacgéo (4), definida por Ge,

Delgado-Battenfeld e Nannach [44]:

U (4)
cobertura = M
U
Sendo,
e U,: conjunto de todos os usuarios em que o sistema pode gerar

recomendacoes;
e U: conjunto de todos os usuarios existentes no sistema;
Para uma correta avaliagao do sistema de recomendacgao deve-se procurar
um equilibrio entre as métricas utilizadas, ndo avaliando uma unica métrica de forma

isolada, pois espera-se que além de sistema ser capaz de gerar recomendagdes com
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precisdo, 0 mesmo dever possuir uma cobertura abrangente, contemplando a maioria

dos usuarios e itens do sistema.
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3. TRABALHOS RELACIONADOS

Neste capitulo serdo discutidos alguns trabalhos relacionados, sendo
apresentados pontos em comum e diferenciais com o trabalho proposto.

Mao et al [5] analisam o problema da correspondéncia correta entre tarefa-
trabalhador no desenvolvimento de software em plataformas de crowdsourcing sob
duas perspectivas. A primeira € a perspectiva do trabalhador, que encontra dificuldade
em encontrar uma tarefa de acordo com seu perfil, visto que sédo inumeras tarefas
disponiveis simultaneamente. A segunda é da plataforma, no desafio de obter os
melhores desenvolvedores disponiveis para determinado tipo de tarefa. Como
alternativa para mitigar este problema, a sugestdo de Mao et al [5] é aplicar técnicas
de recomendacao para disponibilizar aos desenvolvedores tarefas de acordo com seu
perfil utilizando dados histéricos. A plataforma escolhida para o estudo foi a TopCoder,
abrangendo 2 tipos de tarefas de desenvolvimento de software (desenvolvimento e
arquitetura) onde foram aplicados algoritmos utilizados para aprendizado de maquina
como Arvores de Decisdo, Naive Bayes e KNN e a abordagem de filtragem baseada
em conteudo, tendo como saida um modelo de recomendacao.

Segundo Mao et al [5], como métrica de avaliagdo para este modelo foi
utilizado tanto a precisao da recomendacdao como também a diversidade de tarefas
recomendadas. Quanto aos resultados obtidos, 0 modelo de recomendagao proposto
foi superior em todos os conjuntos de dados analisados, tanto na recomendacéao de
tarefas para desenvolvedores qualificados como também a recomendagao para
desenvolvedores iniciantes. Quanto a avaliacdo de desempenho o algoritmo mais
eficaz foi de a Arvore de Decisdo C.45, obtendo uma melhor média harmdnica tanto
em precisao quanto diversidade de recomendacdes. Ainda nos resultados, Mao et al
[5] listam algumas sugestdes como realizar uma analise criteriosa quanto ao algoritmo
utilizado para o aprendizado de maquina, levando em consideragéo o contexto em
que as tarefas estao inseridas, como também avaliar a necessidade de diversificar as
recomendagdes de tarefas inclusive para usuarios iniciantes.

Semelhante ao realizado por Mao et al [5], o presente trabalho tém como
objetivo recomendar tarefas para os usuarios das plataformas de crowdsourcing com
base no seu historico de utilizagcdo, porém foi avaliado apenas a perspectiva do

trabalhador, ndo se atendo a recomendacgdes que sirvam aos interesses da
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plataforma. Algumas fung¢des utilizadas para o calculo de similaridade de tarefas bem
como a técnica de filtragem baseada em conteudo propostas por Mao et al [5], foram
utilizadas no presente trabalho com algumas adaptagdes detalhadas posteriormente.

Yang et al [6] realizam uma investigagdo em um estudo empirico dos
fatores que influenciam o comportamento do trabalhador no contexto de plataformas
para desenvolvimento de software crowdsourced (CSD), tendo como objetivo
proporcionar um sistema de apoio a decisao afim de melhorar o sucesso e a eficiéncia
nestas plataformas. O estudo realizado por Yang et al [6] utiliza um conjunto de dados
extraidos do Topcoder durante o periodo de janeiro de 2014 a margo de 2015. As
etapas utilizadas no estudo, segundo Yang et al [6], consistem na filtragem dos dados
e pré-processamento onde sao eliminadas informagdes relacionadas a tarefas
incompletas, tarefas incomuns e trabalhadores inativos; analise de similaridade, onde
para cada nova tarefa é verificado um conjunto de tarefas semelhantes do passado;
construcdo do modelo de previsao utilizando o algoritmo de florestas randémicas
juntamente com a ferramenta de analise WEKA. Como métricas para avaliar o
desempenho, foram utilizadas a precisao (precision), revocagao (recall), f-measure e
taxa de abandono.

Como resultado, Yang et al [6] elenca os 10 principais fatores de impacto
na decisao do trabalhador em registrar-se em uma tarefa, submeter ou desistir. Yang
et al [6] constata ainda que a adi¢ao de atributos dinamicos melhora o desempenho
levando em consideragdo as meétricas propostas, tendo como percentuais de
probabilidade de acerto em seu modelo de predicdo, 95%, 94% e 96% para precisao
média, revocagao meédia e f-measure respectivamente. Quanto a eficacia das
recomendacdes realizadas, Yang et al [6] observam que a abordagem de classificagao
utilizada pode reduzir significativamente a taxa de desisténcia propondo tarefas
relevantes para os trabalhadores. Yang et al [6] conclui ainda que comparada a taxa
média de abandono de tarefa relatada no inicio de trabalho de 82,9%, os resultados
sugerem que este tipo de apoio dinamico para os trabalhadores que utilizam
plataformas de crowdsourcing € fundamental para alcangar um aumento significativo
na taxa de submissao e consequentemente a reducido da taxa de abandono.

O presente trabalho assemelha-se com o estudo de Yang et al [6] no intuito
de utilizar atributos dinamicos associados aos trabalhadores como histérico de
participacdo em tarefas para realizar as recomendacgdes. As analises e conclusdes

observadas nos principais fatores de impacto que influenciam na decisdo de um
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trabalhador, bem como as métricas utilizadas para validacdo também serao levadas
em consideragao no trabalho proposto. Como diferencial, em comparacao ao trabalho
de Yang et al [6], propde-se um sistema de recomendagdao com uma modelagem de
similaridade de tarefas e analise de perfil do usuario a serem realizados em tempo
real, ou seja, que o sistema seja capaz de recomendar tarefas a partir do momento
gue o usuario interage com a plataforma.

Yuen, King e Leung [8], também analisam o problema relacionado ao tempo
gasto nas plataformas de crowdsourcing para sele¢cao de tarefas de acordo com as
preferéncias do usuario, onde em alguns casos o tempo de procura € maior que o
tempo gasto para realizagédo para determinada tarefa. Para Yuen, King e Leung [8] o
historico de iteragdo do usuario com a plataforma torna possivel extrair suas
preferéncias e a partir disto realizar a recomendagdes de tarefas. Com o objetivo de
entender melhor a relacédo de selegao de tarefas com as preferéncias do usuario, foi
realizado um estudo empirico com dados coletados na plataforma Amazon
Mechanical Turk (MTurk)'®. Entre os principais resultados obtidos neste estudo
destacam-se [8]: (i) 86% dos usuarios selecionam tarefas com base na recompensa
financeira; (ii) 65% dos usuarios tém preferéncia em selecionar uma tarefa similar a
tarefas realizadas no passado; (iii) 67% dos usuarios nao preferem selecionar uma
tarefa que é similar a tarefas ao seu histérico que foram reprovadas no passado.
Diante disto, Yuen, King e Leung [8] indicam que o histérico de participagdo do usuario
pode auxiliar na sele¢ao de tarefas em plataformas de crowdsourcing.

Com base no estudo empirico, Yuen, King e Leung [8] propbe um
framework para recomendacao de tarefas levando em consideracdo o histérico de
desempenho do usuario e também no histérico de pesquisa por tarefas na plataforma,
usando fatoracdo matricial aplicando técnicas de filtragem colaborativa. Para avaliar
o desempenho do framework proposto o conjunto de dados exige o historico de
pesquisa do usuario, como este dado é de propriedade dos administradores das
plataformas de crowdsourcing os autores propdem a construgdo de um sistema
préprio para validacao. Este trabalho se relaciona ao proposto no objetivo em facilitar
a selecado de tarefas em plataforma de crowdsourcing, utilizando como auxilio o

historico de participacdo e preferéncias do usuario, porém diferencia-se quanto a

19 https://www.mturk.com/
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plataforma utilizada para o estudo (MTurk) bem como a técnica de recomendagéo
utilizada (filtragem colaborativa).

O estudo de Chilton et al [9] também tém por objetivo o entendimento de
como € o processo de selecao de tarefas em plataformas de crowdsourcing, utilizando
com base de estudo a Amazon Mechanical Turk. Foram realizados dois métodos
complementares para obter informagdes de como os usuarios pesquisam tarefas na
MTurk, sendo o primeiro método uma analise sobre a inferéncia de dados utilizados
em pesquisas com diferentes critérios disponiveis na plataforma e o segundo método
uma pesquisa realizada com 250 usuarios sobre como eles classificam e filtram as
tarefas disponiveis na MTurk. Como resultado, Chilton et al [9] relatam a importancia
de uma tarefa ter uma posicao favoravel neste tipo de plataforma, onde o experimento
realizado demonstrou que uma tarefa bem posicionada foi concluida 30 vezes mais
rapido e com um valor menor de recompensa financeira que quando sua posi¢ao nao
era favoravel. A relagdo deste trabalho ao que foi proposto expressa-se pela
preocupagdo em posicionar uma tarefa da forma adequada para que seja
disponibilizada a usuarios que possam ter interesse na sua realizagdo. Além da
plataforma utilizada no estudo, o presente trabalho diferencia-se ao utilizar a
abordagem de sistemas de recomendagdo como apoio a tomada de decis&do do
usuario quanto a selecao de tarefas.

Por fim, observa-se que um ponto em comum nos trabalhos relatados € o
objetivo em apoiar o usuario em plataformas de crowdsourcing quanto a selegéo de
tarefas adequadas ao seu perfil seja propondo modelos de recomendacgao de tarefas,
bem como estudos empiricos sobre os fatores que influenciam nestas escolhas. O
objetivo deste trabalho também € propor uma alternativa através de um sistema de
recomendagao, uma das principais diferencas que propde-se aos demais € realizar
estas recomendacdes em tempo real, ao usuario acessar a plataforma, para isto na

proxima secgao sera detalhada a abordagem proposta.
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4, SISTEMA DE RECOMENDAGAO PROPOSTO

Este capitulo apresenta o RS-Crowd (Recommender System for
Crowdsourcing), um sistema de recomendac&o para usuarios da plataforma
TopCoder, destacando suas caracteristicas, métricas utilizadas, bem como o
algoritmo de recomendacao. Desta forma, na primeira se¢ao indicada como 4.1, é
apresentada uma visao geral sobre a abordagem proposta e uma figura que sintetiza
as etapas do processo. Ja na secdo 4.2 e nas subseg¢des contidas na mesma, €
apresentado o modelo de similaridade entre tarefas, onde sdo detalhadas as
equacoes utilizadas para identificar as medidas de similaridades de cada atributo do
modelo bem como sua exemplificagao.

Na sequéncia do trabalho, na sec¢ao 4.3 descrito o modelo de avaliagcéo de
histérico do usuario, também detalhando as equagdes por meio de exemplos para
obter-se as métricas relacionadas a participagdo do usuario em tarefas similares. Por
fim, o algoritmo de recomendacao proposto € demonstrado na sec¢ao 4.4 onde séo
apresentadas as principais funcbdes responsaveis pela analise do histérico de
participagdo o usuario, a relagao deste historico com as novas tarefas resultando uma

lista de tarefas recomendadas que podem ser do interesse do usuario.

41. VISAO GERAL DO SISTEMA PROPOSTO

O objetivo deste trabalho foi propor um sistema de recomendacao de
tarefas para usuarios que utilizam a plataforma de crowdsourcing como o TopCoder
por exemplo. O intuito € oportunizar a estes usuarios a recomendacao de tarefas
personalizadas de acordo com seu historico de participagao na plataforma. A escolha
do TopCoder, deve-se a sua popularidade destacada por Yang et al [6] e realgcada
também por Shenck e Guitard [20], elencando-a como “a plataforma de software mais
popular em software crowdsourcing”.

Para a construgdo desta abordagem utilizou-se como técnica de
recomendacao a filtragem baseada em conteudo, pois o processo de recomendacgao
desta técnica consiste em contrastar o perfil dos itens que o usuario demonstrou
preferéncia no passado com cada novo item a ser avaliado. Nesta abordagem os itens
sdo as tarefas disponiveis na plataforma TopCoder. Na Figura 4 sao representadas,
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de forma sintetizada, as etapas e as interagbes da abordagem proposta entre o

usuario, a aplicacao desenvolvida e a plataforma TopCoder.
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Figura 4. Representagcdo da abordagem proposta.

O processo tem inicio no instante em que o usuario realiza a busca por uma
tarefa disponivel na plataforma TopCoder. Neste momento, o RS-Crowd realiza a
busca do histérico de participagdo do usuario na plataforma com as informacdes
referentes as tarefas em que o usuario interagiu no passado na categoria “Developer”.
Isto ndo é feito somente para as que ele possivelmente possa ter vencido, mas
também informacbes sobre registros e submissdes que ele realizou, pois sao
importantes nesta etapa. Na sequéncia, o RS-Crowd faz a busca por novas tarefas
disponiveis para registro na plataforma. Esta busca é realizada em tarefas especificas
da categoria “Developer’, categoria selecionada por estar estritamente relacionada ao
desenvolvimento de software crowdsourcing (crowdsourced) relacionando-se com o
objetivo presente neste trabalho. Ambas as buscas sao realizadas em tempo real por

requisicoes HTTP no padrao API/REST para plataforma TopCoder. As requisicoes
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sdo realizadas desta forma para atender um dos objetivos do trabalho que é
recomendar em tempo real tarefas para o usuario. Isto é possivel porque a plataforma
TopCoder disponibiliza o consumo destes micros servigos de forma publica.

De posse do historico de participagao do usuario e das tarefas disponiveis
para registro, é realizada a analise de similaridade entre as novas tarefas e as tarefas
gue o usuario em questao interagiu no passado. Para esta analise foi definido o
modelo de similaridade de tarefas denominado SIM-Crowd, que é detalhado na sec¢ao
4.2. No processo de identificagdo da similaridade sao avaliados alguns atributos
selecionados das tarefas e a partir de medidas definidas de acordo com a natureza
de cada atributo, obtém-se uma métrica de similaridade entre as mesmas. Ainda nesta
etapa, as tarefas sdo submetidas ao modelo de avaliagdo do historico do usuario,
UHR-Crowd, tendo como entrada as tarefas ja identificadas como similares no modelo
anterior. Desta forma o UHR-Crowd, é responsavel por avaliar a média geral de
submissodes, a média de submissdes em tarefas similares e a média da pontuacao de
submissdes em tarefas similares. Com a obtengao desta métrica, acredita-se que seja
possivel aprimorar as recomendacgdes, pois de acordo com Yang et al [6], estas
medidas estdo entre os principais fatores que influenciam na seleg¢ao de tarefas pelo
usuario.

A Ultima etapa disponivel na abordagem proposta € a ordenacgédo das
recomendagdes a serem disponibilizadas ao usuario. Nesta etapa sugere-se que o
critério de ordenagdo e a quantidade de tarefas para recomendagdo sejam
parametrizaveis. No caso dos critérios a abordagem permite definir uma ordem entre
0s seguintes indices ja calculados nas etapas anteriores: (i) similaridade entre tarefas,
(ii) média de submissao, (iii) média de submissdo em tarefas similares e (iv) média de
pontuacdo em tarefas similares. Em relacdo a quantidade de tarefas a serem
recomendadas, a abordagem permite um numero inteiro, sendo uma configuragao
parametrizavel.

Ao final do processo, obtém-se uma lista de tarefas disponiveis para

registro na plataforma TopCoder.

' https://tcapi.docs.apiary.io/
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4.2. SIM-CROWD - MODELO DE SIMILARIDADE ENTRE TAREFAS

O SIM-Crowd (Similaritys in Crowdsourcing) € um modelo que possibilita a
identificacao de similaridade entre tarefas e foi desenvolvido utilizando-se atributos
associados a cada tarefa, sendo um aspecto quantitativo, baseado no histérico de
participacdo do usuario na plataforma TopCoder, comparado com novas tarefas
disponiveis para registro. Os atributos sdo utilizados para verificagao de similaridade
entre tarefas, onde sua importancia é atribuida por um somatério ponderado. Estes
atributos foram selecionados com base no estudo de Mao et al [5] e Yang et al [6] que
também analisaram a similaridade entre tarefas no TopCoder.

Na Figura 7 ¢é apresentada uma representagdo do SIM-Crowd, onde
observa-se que a partir da tarefa existente no histérico do usuario os atributos
selecionados sao comparados com a nova tarefa através de métricas individuais e ao
final é realizado o somatdrio ponderado gerando a medida de similaridade entre as

mesmas.
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Neste contexto, a principal funcdo do modelo de similaridade € especificar
como os atributos sdo comparados para a obtengcdo do grau de similaridade. Uma

breve descrigdo dos atributos € apresentada na Tabela 1.

Tabela 1. Descrigao dos atributos do SIM-Crowd

Atributo Descricao Exemplo

Tecnologia | Tecnologias em que a tarefa exige algum JAVA, JDBC
nivel de conhecimento do usuario. Uma
tarefa pode ter mais de uma tecnologia
atribuida.

Plataforma | Tipo de plataforma que a tarefa esta Mobile
vinculada. Podem existir tarefas com mais de
uma plataforma.

Tipo O tipo é uma subcategoria atribuida a tarefa. CODE
Cada tarefa pode estar vinculada a um tipo
somente.
Tempo Tempo em dias disponivel para execugao da 30
Duracgao tarefa, calculado pela diferenca entre a data

abertura para registro e data final de
submissao da tarefa.

Preco Valor da recompensa disponibilizada para R$ 1.500,00
guem vencer a tarefa.

Data Data de abertura da tarefa para registro. 15/05/2019

Postagem

Titulo Titulo que descreve de forma resumida o Merlin Query
objetivo da tarefa. Builder - Call API to

get Input Names

Para obter as medidas de similaridades entre os atributos propostos no
modelo de similaridade de tarefas, foram utilizadas algumas fung¢des presentes nos
artigos de Mao et al [5] e de Yang et al [6], com algumas adapta¢cdes que podem ser
observados na Tabela 2 e serdo detalhadas a seguir. No calculo de similaridade dos
atributos tecnologias e titulo utilizou-se a mesma fungao proposta por Mao et al [9],
sem nenhuma alteragdo. Para o calculo do prego, tempo de duragdo e data de
postagem realizou-se a substituicido da funcdo de distancia entre os elementos
presente no trabalho de Yang et al [6] e Mao et al [5] pela fungdo de similaridade
conforme conversao demonstrada no trabalho de Raquel [45], onde de uma forma

simplificada é apresentada a adaptacao na Equacao (5).

sim(x,y) =1—d(x,y) (5)

Sendo,

e sim(x,y): fungédo de similaridade entre dois objetos, x e y.
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e d(x,y): funcdo de distancia entre dois objetos, x e y;

Esta adaptagao foi necessaria, pois os atributos selecionados no SIM-
Crowd diferem dos atributos do modelo proposto por Yang et al [6] e Mao et al [5]
quanto a quantidade e formato das informacdes obtidas. A quantidade de atributos
selecionados influencia diretamente no calculo total de similaridade ja que a métrica
final é obtida pelo somatério de todos calculos individuais de similaridade. Para este
trabalho nao foi selecionado o atributo com a descri¢gado da tarefa, pois identificou-se
ter menor relevancia em relacao aos demais. Esta percepcéao foi possivel devido ao
conteudo do texto associado as tarefas nao ter, em muitos casos, correspondéncia
semantica ao objetivo da tarefa. Verificou-se também a diferenca no formato da
informacao representada pelos atributos, como por exemplo, no atributo plataforma,
ao invés da informagao ser unica, como representada no trabalho de Yang et al [6],
na representacdo deste modelo a informagdo pode ter multiplos valores. Esta
divergéncia foi identificada ao realizar-se analise nos dados coletados no TopCoder,
sendo necessaria alteracdo quanto a medida de similaridade associada a este
atributo. Para o calculo de similaridade do tipo de tarefa foi utilizada a fungao proposta
por Yang et al [6] sem alteragdes.

Na Tabela 2 é realizada a comparagao entre as fungcdes do trabalho de
Yang et al [6], Mao et al [5] e o SIM-Crowd.

Tabela 2. Comparacao entre fungdes das medidas de similaridade

Atributo Yang Kemao Sim-Crowd

Tecnologias Match(Techi; Techj) Match(Tech;, Tech;) Match iy iy
+ NumberOfTechsMax NumberOfTechs gy MaxTechs s 1y)

Plataformas PLi == PLj?71:0 NA Match s,y

MaxPlatf OTM (¢x,ty)

ITit, |l||Tit, |

Preco (Prizei — Prizej) (Payment; — Payment; ) 1 (Prizex - Prizey>
+ PrizeMax Paymenty,. Prizey .y,
Tipo Typei == Typej?1: 0 NA Type, == Type, ? 1:0
Data Postagem NA (Date; — Date; ) (Datetx - Datety>
Datemaxpiss Dateyaxpirr
Tempo NA (Duration; — Duration; ) L (Durtx - Durty)
Duracéo Durationy,, Duryax
Titulo NA Tit, .Tit, Vet .Vety,

||V3ttx||”Vetty”
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As métricas apresentadas na Tabela 2 sdo detalhadas nas subsecdes a

seqguir.

4.21. Similaridade baseada nas tecnologias atribuidas a tarefa

A medida de similaridade entre as tecnologias atribuidas a duas tarefas
(sim_techsy,)) € calculada pela identificagdo da quantidade de tecnologias
atribuidas a tarefa tx, que também estéo atribuidas a tarefa ty. Este valor deve ser
dividido pelo maior numero de tecnologias atribuidas entre as duas tarefas, conforme
a Equacéo (6). O resultado € um numero entre 0 e 1, sendo que quanto mais proximo
a 1, maior a similaridade entre as tecnologias atribuidas as tarefas,
consequentemente, quanto mais proximo a 0, menor a similaridade entre as

tecnologias atribuidas as tarefas.

MatCh(tx’ty) (6)
MaxTechs iy ty)

sim_techS iy ty) =

Sendo,
o tx: tarefa existente no histérico de participacéo do usuario;
e ty: nova tarefa disponivel para registro;

e Matchyy): quantidade de tecnologias de tx existentes em ty;

e MaxTechsy,y): quantidade maxima de tecnologias entre tx e ty.

Na Tabela 3 € demonstrado um exemplo do calculo de similaridade de
tecnologias entre duas tarefas (tx, ty). Como pode ser observado, a similaridade entre
a tarefa tx que possui as tecnologias “Java”, “JDBC”, “MVC” e a tarefa ty, que possui
as tecnologias “HTML”, “SQL” e “Java” atribuida a si é de 0,33.

Tabela 3. Exemplo de calculo de similaridade de tecnologias entre tarefas

Tecnologias Tarefa tx Tecnologias Tarefa ty sim_techs
Java, JDBC, MVC HTML, SQL, Java 0,33

sim_techS ty ty) = 3= 0,33
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Portanto, considerando a comparagao das tecnologias atribuidas entre as
tarefas (tx,ty), das trés tecnologias atribuidas em cada uma das tarefas, somente
uma tecnologia é igual (neste exemplo a tecnologia “Java”), ou seja um tergo das
tecnologias destas tarefas séo iguais ou em termos percentuais pode afirmar-se que
a tarefa tx € 33% similar a tarefa ty. Este valor é utilizado no somatério ponderado de

todas as medidas de similaridades de tarefas.

4.2.2. Similaridade baseada nas plataformas atribuidas a tarefa

A medida de similaridade entre as plataformas atribuidas a duas tarefas

(sim_platform,.,)) € calculada pela identificagdo da quantidade de plataformas

atribuidas a tarefa tx que também estado atribuidas a tarefa ty. Este valor deve ser
dividido pelo maior numero de plataformas atribuidas entre as duas tarefas, conforme
Equacgéo (7). O resultado € um numero entre 0 e 1, sendo que quanto mais proximo a
1, maior a similaridade entre as plataformas atribuidas as tarefas, consequentemente
quanto mais proximo a 0, menor a similaridade entre as plataformas atribuidas as

tarefas.

Match iy ty) (7)
MaxPlatf OT My 1y

sim_platformy 1,y =

Sendo,
o tx: tarefa existente no histérico de participacéo do usuario;
e ty: nova tarefa disponivel para registro;

® Match,,y): quantidade de plataformas de tx existentes em ty;

e MaxPlatformy ). quantidade maxima de plataformas entre tx e ty.

Para um melhor entendimento da métrica proposta, na Tabela 4 é
demonstrado um exemplo do calculo de similaridade de plataformas entre duas
tarefas (tx, ty). Como pode ser observado, a similaridade entre a tarefa tx que possui
as plataformas “Mobile” e “Desktop” e a tarefa ty que possui a plataforma “Mobile”
atribuida a si é de 0,50.
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Tabela 4. Exemplo de calculo de similaridade de plataformas entre tarefas

Plataformas Tarefa tx Plataformas Tarefa ty sim_platform
Mobile, Desktop Mobile 0,50

sim_platformy ) = 5= 0,50

Portanto considerando a comparagao das plataformas atribuidas entre as
tarefas (tx,ty), somente uma plataforma é igual (neste exemplo a plataforma
“Mobile”), ou seja em termos percentuais pode afirmar-se que a tarefa tx € 50% similar
a tarefa ty. Este valor é utilizado no somatdrio ponderado de todas as medidas de

similaridades de tarefas.

4.2.3. Similaridade baseada no tipo da tarefa

A medida de similaridade entre o tipo atribuido a duas tarefas
(sim_type(ty)) € calculada pela comparagéo entre o tipo da tarefa tx com o tipo da
tarefa ty, uma vez que este valor sempre sera unitario, ou seja, cada tarefa sé pode
ter um tipo atribuido. O resultado é 1, caso os tipos forem iguais, ou 0, caso os tipos
forem diferentes. Desta forma, o valor 1 indica que os tipos atribuidos entre as tarefas

sao similares, conforme Equacao (8).

sim_typexy) = Typey == Type,? 1:0 (8)

Sendo,
e tx: tarefa existente no histérico de participacéo do usuario;
e ty: nova tarefa disponivel para registro;
o Type,: tipo da tarefa tx;
e Type,: tipo da tarefa ty.

Na Tabela 5 é demonstrado um exemplo do calculo de similaridade de tipos
entre duas tarefas (tx, ty). Como pode ser observado, a similaridade entre a tarefa tx

que possui o tipo “CODE” e a tarefa ty que possui o tipo “CODE” & de 1.
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Tabela 5. Exemplo de calculo de similaridade tipos entre tarefas

Tipo Tarefa tx Tipo Tarefa ty sim_type
CODE CODE 1
sim_type(txty) = CODE == CODE =1

Portanto considerando a comparacao dos tipos atribuidos entre as tarefas
(tx,ty), elas sdo do mesmo tipo (neste exemplo o tipo “CODE”), ou seja, em termos
percentuais pode afirmar-se que a tarefa tx € 100% similar a tarefa ty. Este valor é

utilizado no somatério ponderado de todas as medidas de similaridades de tarefas.

4.2.4. Similaridade baseada no preco da tarefa

A medida de similaridade entre o preco atribuido a duas tarefas
(sim_prize,.y)) € calculada pela diferenca entre o prego atribuido a tarefa tx e o
preco da tarefa ty, dividido pelo maior preco entre as duas tarefas. Ao resultado
subtrai-se 1, conforme Equacéao (9). O resultado é um numero entre 0 e 1, sendo que
quanto mais préximo a 1, maior a similaridade entre os precos atribuidos as tarefas,

consequentemente, quanto mais proximo de 0, menor a similaridade entre os precos.

(Prizex - Prizey) 9)
Prizey .y

sim_prize(tx,ty) =
Sendo,
o tx: tarefa existente no histérico de participacéo do usuario;
e ty: nova tarefa disponivel para registro;
e Prize,: prego atribuido a tarefa tx;

e Prize,: prego atribuido a tarefa ty;

e Prizey,,. Maior preco entre as duas tarefas.

A Tabela 6 apresenta um exemplo do calculo de similaridade de precos
entre duas tarefas (tx, ty). Como pode ser observado, a similaridade entre a tarefa tx
que possui o prego de R$ 2.100,00 e a tarefa ty que possui o preco R$ 1.500,00 é de
0,71.
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Tabela 6. Exemplo de calculo de similaridade de pregos entre tarefas

Preco Tarefa tx Preco Tarefa ty sim_prize
R$ 2.100,00 R$ 1.500,00 0,71

2100 — 1500

Sim_prize(yey) = 1 — 57100 =0,71

Portanto considerando a comparacdo dos precos atribuidos entre as
tarefas (tx, ty), o grau de similaridade entre elas é igual a 0,71, considerando que este
valor esta mais proximo a 1 do que préximo a 0, pode afirmar-se que o preco entre as
duas tarefas é similar. Este valor & utilizado no somatério ponderado de todas as

medidas de similaridades de tarefas.

4.2.5. Similaridade baseada na data de postagem

A medida de similaridade entre datas de postagem atribuida a duas tarefas

(sim_post_date,)) € calculada pela diferenga da data de postagem atribuida a

tarefa tx pela data de postagem da tarefa ty em dias, dividido pela diferenca entre a
data tarefa mais antiga pela tarefa mais recente, dentre todas as tarefas comparadas.
Ao resultado subtrai-se 1, conforme Equagao (10). O resultado € um numero entre 0
e 1, sendo que quanto mais proximo a 1, maior a similaridade entre a data de
postagem atribuida as tarefas, consequentemente quanto mais préximo a 0, menor a

similaridade.

Date,, — Datety> (10)

sim_post_dateyty) = 1 — < Date rf
MaxDi

Sendo,

o tx: tarefa existente no histérico de participacdo do usuario;

e ty: nova tarefa disponivel para registro;

e Date,,: data de postagem atribuida a tarefa tx;

e Date,,: data de postagem atribuida a tarefa ty;

e Dateyqyxpifr- diferenga entre a data de postagem da tarefa mais antiga pela
data de postagem da tarefa mais recente entre todas as tarefas

comparadas.
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Na Tabela 7 € demonstrado um exemplo do calculo de similaridade entre
datas de postagem de duas tarefas (tx, ty). Como pode ser observado, a similaridade
entre a data de postagem da tarefa tx 06/06/2019 e a data de postagem da tarefa ty
15/04/2019 é de 0,41, considerando que a diferenga maxima entre todas as datas de

postagem das tarefas é de 120 dias.

Tabela 7. Exemplo de calculo de similaridade entre datas de postagem de tarefas

Data Postagem Tarefa tx Data Postagem Tarefa ty sim_post_date
16/06/2019 06/04/2019 0,41

sim_post_dateyty) = 1 — 120 = 0,41

Comparando as datas de postagens atribuidas entre as tarefas (tx,ty), o
grau de similaridade entre elas ¢é igual a 0,41, considerando que este valor esta mais
proxima de 0 do que proximo a 1, pode afirmar-se que a data de postagem entre as
duas tarefas nao é similar . Este valor € utilizado no somatério ponderado de todas as

medidas de similaridades de tarefas.

4.2.6. Similaridade baseada no tempo de duragao

A medida de similaridade entre os tempos de duragdo de duas tarefas

sim_duration ) € calculada pela diferenga do tempo de duragao da tarefa tx pelo

tempo de postagem da tarefa ty (em dias), dividida pelo maior tempo de duragéo entre
as duas tarefas. Conforme visto na Tabela 1, o tempo de duracédo é obtido pela
diferenga entre a data final de submissédo e a data de inicio de registro na tarefa. Ao
resultado subtrai-se 1, conforme Equacao (11). O resultado € um numero entre O e 1,
sendo que quanto mais préximo a 1, maior a similaridade entre a data de postagem
atribuida as tarefas, consequentemente, quanto mais proximo a 0, menor a

similaridade.

Duration,, — Duration 11
sim_duration g,y =1 — ( Du:;t'on ty) ()
’ LON gy

Sendo,
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e tx: tarefa existente no histérico de participagao do usuario;
e ty: nova tarefa disponivel para registro;
e Duration,,: tempo de duragao da tarefa tx;

e Duration.,: tempo de duragéo da tarefa ty;

e Durationy,,: maior tempo de duragao entre as tarefas tx e ty.

Para um melhor entendimento da métrica proposta, na Tabela 8 é
demonstrado um exemplo do calculo de similaridade entre o tempo de duracido de
duas tarefas (tx,ty). Como pode ser observado, a similaridade entre o tempo de

duracgéao da tarefa tx 30 dias e o tempo de duragao da tarefa ty 80 dias é de 0,37.

Tabela 8. Exemplo de calculo de similaridade entre tempo de duragao de tarefas

Duragao Tarefa tx Duracao Tarefa ty sim_duration

30 80 0,37
(30 — 80
80

sim_duration gy =1 — ) = 0,37

Comparando o tempo de duragdo atribuido entre as tarefas (tx, ty), o grau
de similaridade entre elas é igual a 0,37, considerando que este valor esta mais
préxima de 0 do que proximo a 1, pode afirmar-se que o prego entre as duas tarefas
nao é similar . Este valor é utilizado no somatério ponderado de todas as medidas de

similaridades de tarefas.

4.2.7. Similaridade baseada no titulo

Para realizar o calculo de similaridade entre os titulos de duas tarefas,
tratando-se de um atributo textual, foram empregadas técnicas de mineragao de
textos, mais especificamente a indexacao de frequéncia de termos (term frequency
indexing), que usa o algoritmo TF-IDF (Term Frequency-Inverse Document
Frequency). Com base nesta técnica, os titulos das tarefas foram convertidos em
vetores de palavras, para serem refinados no processo de extragao de analise léxica,
stemming e remogao de “stop words” conforme mencionado na sec¢ao 2.2.1. Os pesos
de cada termo sao calculados, gerando dois vetores com os respectivos pesos dos

termos de cada titulo. A partir destes vetores, a similaridade é calculada usando a
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métrica de similaridade de cossenos, conforme detalhado na Equacdo (12). O
resultado € um numero entre 0 e 1, sendo que quanto mais proximo a 1, maior a
similaridade entre os titulos, consequentemente, quanto mais préximo a 0, menor a

similaridade.

Vet .Vety, (12)
||Vettx||||Vetty”

sim_title iy ty) =

Sendo,
o tx: tarefa existente no histérico de participacdo do usuario;
e ty: nova tarefa disponivel para registro;
e Vet,,: vetor com os pesos calculados usando TF-IDF do titulo da tarefa tx;

e Vet,,: vetor com os pesos calculados usando TF-IDF do titulo da tarefa ty;

Na Tabela 9 € demonstrado um exemplo do calculo de similaridade entre o
titulo de duas tarefas (tx,ty). Como pode ser observado, os vetores calculados
usando TF-IDF para as tarefas tx e ty sao, respectivamente [0.3, 0.0, 0.5] e [0.5, 0.4,

0.3] gerando um grau de similaridade de 0,73.

Tabela 9. Exemplo de calculo de similaridade entre titulos de tarefas

TF-IDF Titulo Tarefa tx TF-IDF Titulo Tarefa ty sim_duration

[0.3, 0.0, 0.5] [0.5, 0.4, 0.3] 0,73
sim_title(tx,ty) — (0.3xo.5)3%>10\./%(0.5x0.3) = 0,73

Portanto a comparacéo dos titulos atribuido entre as tarefas (tx, ty), o grau
de similaridade entre elas é igual a 0,73, considerando que este valor esta mais
proximo a 1 do que proximo a 0, pode afirmar-se que o titulo entre as duas tarefas é
similar. Este valor é utilizado no somatério ponderado de todas as medidas de

similaridades de tarefas.
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4.2.8. Somatério ponderado de similaridades das tarefas

Para obter-se a medida total de similaridade entre as tarefas & necessario
realizar o somatério entre as medidas de similaridade dos atributos calculados nas
secOes anteriores, ou seja, tecnologia, plataforma, tipo, preco, data de postagem,
tempo de duracéo e titulo associado a cada tarefa.

O somatdrio das medidas de similaridade foi realizado de forma ponderada,
ou seja, alguns atributos possuem um peso maior em relevancia aos demais. Neste
modelo de similaridade entre tarefas foi utilizado a utilizagdo do peso 2 para os
atributos tipo, tecnologia e titulo e peso 1 aos atributos plataforma, data de postagem,
tempo de duracdo e preco da tarefa.

A maior relevancia atribuida ao tipo, tecnologia e titulo foi proposto pelo fato
de possuirem maior relevancia em contraste ao perfil do usuario, uma vez que o
usuario possui tecnologias preferenciais associadas ao seu perfil, bem como
geralmente costuma escolher tarefas de mesmo tipo para registrar-se. No caso do
titulo, o peso maior foi atribuido, pois supde-se que o objetivo da tarefa deve estar
explicito no titulo, mesmo que resumidamente, portanto, a hipétese € que o usuario
tenha preferéncia por tarefas com objetivos semelhantes a tarefas que ele participou
no passado.

O resultado deste somatério € um numero entre 0 e 10, sendo que quanto
mais proximo a 10, maior a similaridade entre as tarefas, consequentemente quanto

mais préoximo a 0, menor a similaridade.

tx 1 3
Z sim = w. (sim_tech(tx,ty)) +w. (sim_platf orm(tx,ty)) +w. (sim_type(tx,ty)) (13)
ty

+ w. (sim_prize(tx‘ty)) + w. (sim_post_date(tx‘ty))

+ w. (sim_duration(tx‘ty)) + w. (sim_title(tx,ty))

Sendo,
e tx: tarefa existente no histérico de participagao do usuario;
e ty: nova tarefa disponivel para registro;
e sim_techy,y: medida de similaridade entre tecnologias da tarefa tx com

tarefa ty;
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e sim_platform,,). medida de similaridade entre plataformas da tarefa tx
com tarefa ty;

® sim_typey): Medida de similaridade entre tipos da tarefa tx com tarefa
ty;

® sim_prizegy,): medida de similaridade entre precos da tarefa tx com tarefa
ty;

e sim_post_date,y): medida de similaridade entre datas de postagem da
tarefa tx com tarefa ty;

e sim_duration,,): medida de similaridade entre tempo de duragédo da
tarefa tx com tarefa ty;

e sim_titleg, ). medida de similaridade entre titulos da tarefa tx com tarefa

ty;

W: peso atribuido a medida de similaridade.

Na Tabela 10 é demonstrado um exemplo do somatério das similaridades
entre duas tarefas (tx, ty). Como pode ser observado, os valores obtidos nas medidas

de similaridade entre tx e ty para sim_techytyy, sim_platformyy,
SIm_type iy ty) sim_prize iy ty), sim_post_date iy, ty), sim_duration gy tyy,
sim_title . ) s@0 respectivamente 0,33, 0,50, 1,00, 0,71, 0,50, 0,37, e 0,73. Apos
aplicar o calculo do somatério ponderado das medidas de similaridades o resultado

encontrado é 6,2.

Tabela 10. Exemplo do somatdrio entre similaridades de tarefas

Similaridade Total Somatério Similaridades ‘
sim_tech iy iy 0,33
sim_platform iy ty) 0,50
SIM_type ix ty) 1,00
SIM_prize iy, ty) 0,71 6,2
sim_post_date iyt 0,50
sim_duration gyt 0,37
sim_title iy ty) 0,73
Zzsim = 2x(0.33)+ 1 x(0.50) + 2 x (1.00) + 1 x (0.71) + 1 x (0.50)
+1 x(0.37)+2 x(0,73) = 6,2
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No modelo SIM-Crowd, para considerar que uma tarefa é similar a outra,
esta tarefa deve possuir o somatério ponderado de similaridades superior a 7, valor
sugerido inicialmente que depois sera avaliado nos experimentos realizados, portanto,
considerando aplicacdo do SIM-Crowd neste exemplo, considera-se que a tarefa tx
ndo é similar a tarefa ty, ja que a medida de similaridade calculada foi igual a 6,2.

O modelo de similaridade entre tarefas SIM-Crowd, tém um papel essencial
no sistema de recomendacao proposto, uma vez que € responsavel pela identificacao
de quao similar € uma nova tarefa disponibilizada na plataforma em relagao a tarefas
que o usuario ja interagiu no passado, seguindo os conceitos que norteiam a filtragem
baseada em conteudo, uma das principais técnicas utilizadas em sistemas de
recomendagao [30] detalhada na secdo 2.2.1, e utilizada na abordagem de

recomendacao utilizada no RS-Crowd.

4.3. URH-CROWD - MODELO DE AVALIACAO DE HISTORICO DE
USUARIO

O URH-Crowd (URH — User Rating History) € um modelo que avalia o
historico de participagao do usuario pela sua interacdo com as tarefas no TopCoder.
As métricas utilizadas no URH-Crowd foram extraidas do trabalho de Yang et al [6]
mais especificamente no modelo de decisdo dindmico proposto pelos autores onde
caracteristicas especificas do contexto de cada usuario sdo levados em consideracao.
Segundo os autores, o objetivo é identificar os principais fatores que influenciam no
resultado na execucao das tarefas, ou seja, se o usuario venceu, submeteu ou apenas
registrou-se em determinada tarefa.

Para o desenvolvimento do URH-Crowd, dentre todas as meétricas
propostas pelos autores, foram selecionadas as métricas a seguir:

e “Submission Rate (SR)”. Segundo Yang et al [6] o usuario tende a
registrar-se em um numero maior de tarefas do que é possivel resolvé-las,
principalmente quanto a restricdo de tempo. Desta forma, é importante ter
uma métrica que avalie o perfil do usuario por este viés, ou seja, quanto
maior a taxa de envio, maior € a confianca que o usuario vai submeter uma

tarefa;
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o “Effort Concentration (EC)”: Neste caso a proposta € medir o esforgo e
foco do usuario em suas submissdes, por meio da média de submissao em
tarefas similares;

e “Submission Quality (SQ)”: A cada submissao realizada pelo usuario é
atribuida uma pontuacéo apds a revisdo da mesma. Desta forma, o calculo
desta métrica é realizado pela média de pontuacdo do usuario em suas
submissdes em tarefas similares.

Na Figura 6 é apresentada uma representagdo do URH-Crowd, onde
observa-se que a partir de um usuario e seu histérico de participacao através de

tarefas sdo geradas as métricas de avaliacado propostas.
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Figura 6. Representacédo do URH-Crowd

A selecdo destas métricas dentre as demais, deve-se a um dos resultados
apresentado no trabalho de Yang [6], onde s&o elencados os 10 principais fatores de
impacto nas predi¢cdes relacionadas ao histérico de participagcdo do usuario. As
métricas “Submission Quality (SQ)”, “Submission Rate (SR)” e “Effort Concentration
(EC)” estao colocadas em 1°, 2° e 3°, respectivamente, neste estudo, conforme pode

ser observado na Figura 7.
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Figura 7. Ranking 10 fatores de impacto em predigdes [6].
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Nas proximas segdes, sao detalhados os calculos para obter-se as métricas

selecionadas no URH-Crowd.

4.31. Taxa média geral de submissoées

A taxa média geral de submissdes (Submission Rate — SR) é calculada a

partir do histérico de participagdo de um usuario u na plataforma TopCoder. Segundo

Yang et al [6], este atributo é considerado estatico, pois seu resultado € independente

da analise de similaridade entre tarefas dos historico do usuario e novas tarefas

disponiveis para registro. O calculo é realizado dividindo-se o somatério de tarefas

submetidas pelo usuario u pelo total de tarefas em que o usuario u registrou-se,

conforme observa-

se na Equacao (14).

(14)
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Sendo,
e u: usuario em que se deseja obter o calculo;
e )., sub: somatdrio de todas as tarefas submetidas pelo usuario u;

e ), reg: somatorio de todas as tarefas em que usuario u registrou-se.

Na Tabela 11 € demonstrado um exemplo deste calculo considerando um
usuario u. Como pode ser observado, o usuario deste exemplo tem um total de
submissodes de tarefas igual a 5 e um total de tarefas em que se registrou igual a 42.
A partir do calculo do SR(,) € obtida a taxa média de submissGes de tarefas igual a
0,12.

Tabela 11. Exemplo de calculo da taxa média de submissdes

Total de Submissoes Total de Registros Submission Rate
5 42 0,12
SRy = i = 0,12
42

Neste exemplo, a taxa média de submissao de tarefas obtida para este
usuario é igual a 0,12, em termos percentuais pode-se dizer que este usuario tém uma
taxa de submissio de 12% no periodo em que foi avaliado. Com base no estudo de
Yang et al [6] onde os autores relatam uma taxa de abandono de tarefas no TopCoder
igual 82,9% (entende-se abandono por tarefas que o usuario registrou-se e nao
submeteu), considera-se o usuario utilizado neste exemplo com uma taxa de

submissao muito proximo da média registrada na plataforma.

4.3.2. Taxa média de submissoes em tarefas similares

A taxa média de submissdes em tarefas similares (Effort Concentration -
EC) é calculada a partir do histérico de participagdo de um usuario u na plataforma
TopCoder. Assim, tx € uma tarefa do historico de participagdo do usuario u ja
previamente selecionada como uma tarefa similar a tarefa ty, usando o modelo de
similaridade de tarefas SIM-Crowd, e ty uma nova tarefa disponivel para registro. Com

isso, € avaliada a taxa média de submissdo do usuario u a partir do total de
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submissoes de tarefas similares a tarefa tx, pelo total de registros também em tarefas

similares a tarefa tx, conforme Equacgao (15).

Zsim_tx sub (1 5)

EC =
(#x.ty) Zsim_tx reg

Sendo,

o tx: tarefa existente no historico de participagao do usuario e similar a tarefa
ty;

e ty: nova tarefa disponivel para registro;

* Ysim tx Sub: somatorio de tarefas similares submetidas pelo usuério u;

* Ysim tx'eg: somatorio de tarefas similares em que o usuario u registrou-se.

Na Tabela 12 € demonstrado um exemplo deste calculo considerando duas
tarefas (tx, ty). Como pode ser observado, o usuario deste exemplo tém um total de
submissoes de tarefas similares tx igual a 3 e um total de tarefas em que registrou

também similares a tx igual a 17. A partir do calculo do EC(;, ., € obtida a taxa média

de submissbes de tarefas igual a 0,17.

Tabela 12. Exemplo de calculo da taxa média de submissado em tarefas similares

Total de submissoes Total de registros Submission

tarefas similares a tx tarefas similares a tx Rate
3 17 0,17

3
EC(tx,ty) = E = 0,17

Neste exemplo, a taxa média de submissao de tarefas similares obtida para
este usuario é igual a 0,17, em termos percentuais pode-se dizer que este usuario tém
uma taxa de submissao em tarefas similares de 17% no periodo em que foi avaliado.
Seguindo a mesma linha do estudo de Yang et al [6] sobre altas taxa de abandono de
tarefas no TopCoder, desta vez considera-se este indice de 17% significativo, pois ao
contrario da taxa obtida na secao 4.3.1 onde séo avaliadas todas as tarefas que o
usuario interagiu, nesta métrica a avaliagao é realizada com um escopo mais restrito,

sendo tarefas consideradas similares entre si.
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4.3.3. Taxa média da pontuacao de submissoes em tarefas similares

A taxa média da pontuagdo de submissbes em tarefas similares
(Submission Quality - SQ) é calculada a partir do histoérico de participagédo de um
usuario u na plataforma TopCoder. Dessa forma, tx € uma tarefa do histérico de
participagédo do usuario u ja previamente selecionada como uma tarefa similar a tarefa
ty usando o modelo de similaridade de tarefas SIM-Crowd, e ty uma nova tarefa
disponivel para registro. Com isso, € verificado se o usuario u realizou ao menos uma
submissao em tarefas similares a tarefa tx. Em caso afirmativo, é recuperada a média
de pontuacao adquirida em todas as submissdes em tarefas similares a tx e dividida
pelo numero de submissées realizadas também considerando tarefas similares a tx,

conforme Equacao (16).

score_total, / b (16)
num_subyy

num_suby = 0, 0

num_suby, > 0,
SQ(tx,ty) = &

Sendo,

o tx: tarefa existente no histérico de participagdo do usuario e similar a tarefa
ty;

e ty: nova tarefa disponivel para registro;

e score_totaly,: pontuacdo total obtida em submissdes de tarefas similares a
tarefa tx pelo usuario;

e num_suby: numero de submissdes realizadas pelo o usuario em tarefas

similares a tx.

Na

Tabela 13 é demonstrado um exemplo deste calculo considerando duas
tarefas (tx,ty). Como podem ser observados, existem trés tarefas similares a tarefa
tx: tarefa tv, tw e tz com pontuacdo adquirida na submissao pelo usuario u, sendo
98, 95 e 75, respectivamente. A partir do calculo do SQ.,,) € obtida a taxa média de

pontuacao na submissao de tarefas similares, que neste exemplo € igual a 89,33.
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Tabela 13. Exemplo de calculo da taxa média de pontuagao em tarefas similares

Tarefa Similar a tx Score Total ‘ Submission Quality
Tarefa tv 98
Tarefa tw 95 89,33
Tarefa tz 75
98 + 95 + 75
SQexty) = 3 = 89,33

Neste exemplo, a taxa média da pontuacao de submissdo em tarefas
similares obtida para este usuario é igual a 89,33, uma taxa considerada significativa,
uma vez que segundo o estudo de Yang et al [6] a qualidade de submissao geralmente
€ fraca constatada em seu trabalho pelo indice de 55,8% obtido quanto a reprovacéao
de tarefas submetidas em determinado periodo de tempo, possuindo baixos indices
de pontuacdo. Esta taxa obtida de 89,33 torna-se mais significativa, se novamente
avaliarmos o escopo da métrica aplicada mais restrito, sendo tarefas consideradas

similares.

4.4. RA-CROWD - ALGORITMO PARA RECOMENDAGOES

O RA-Crowd (Recommender Algorithms for Crowd) é o algoritmo
responsavel por gerar as recomendacdes tendo como objetivo realizar a busca do
historico de participacdo do usuario na plataforma TopCoder, buscar novas tarefas
disponiveis também na plataforma e a partir disto aplicar o modelo de similaridade de
tarefas SIM-Crowd bem como o modelo de avaliagao do histérico de participante URH-
Crowd. Com o resultado deste processamento, obtém-se uma matriz de tarefas
similares com suas respectivas métricas de similaridades. A ultima fungdo do
algoritmo é ordenar as tarefas a serem recomendadas conforme os critérios
selecionados, tendo, por fim, a lista de tarefas a serem recomendadas. Na Figura 8
pode ser observado o algoritmo simplificado para gerar a lista de recomendacéao de

tarefas.
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ion getRecommendations(userid, currentDateTime){
nst userHistory = getlListHistory(userid);
nst newTasks =

etListNewTasks(currentDateTime);

e

const tasksSimilaritys = calcSimilarityTasks(userHistory, newTasks);

const tasksRecommendations = orderTasksSimilaritys(tasksSimilaritys, [SIM, SQ, EC, SR], 10);

n tasksRecommendations;

Figura 8. Algoritmo para Recomendacgao

O algoritmo proposto tem como parametros de entrada: userid sendo

identificador do usuario para gerar as recomendagodes e currentDateTime que é a data

e hora atual para pesquisa das tarefas disponiveis para registro na plataforma. O

algoritmo em questao utiliza algumas funcgdes auxiliares que sédo detalhadas a seguir:

getListHistory: ttm como parametro de entrada o identificador do usuario
(userid), onde realiza uma busca na plataforma TopCoder via API/REST,
recuperando o histérico de participagao do usuario na plataforma conforme
detalhado na Tabela 15;

getListNewTasks: tém como parametro de entrada a data e hora atual
(currentDateTime), tendo como objetivo recuperar todas as tarefas que
estdo disponiveis para registro na plataforma. Mais detalhes das
informacdes recuperadas, podem ser observadas na Tabela 16.
calcSimilarityTasks: tém como parédmetro de entrada o historico de
participacdo do usuario obtido pela fungao getListHistory detalhada acima,
como também a lista de tarefas disponiveis para registro obtida na fungao
getListNewTasks. A partir disto, esta fungéo aplica as métricas detalhadas
no modelo SIM-Crowd (similaridade de tarefas) bem como do modelo URH-
Crowd (avaliagao historico usuario). O retorno desta fungédo € uma matriz
de tarefas contendo as métricas de similaridade entre as tarefas;
orderTasksSimilaritys: o parametro de entrada desta funcao é a matriz de
similaridades obtido pela funcao calSimilarityTasks, um array contendo os
critérios de ordenacao na respectiva ordem desejada e a quantidade de
tarefas a serem recomendadas. Na Tabela 14, como exemplo, foram
utilizados os seguintes critérios de ordenacao:

o 1°) SIM: Medida de similaridade entre os atributos das tarefas;
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o 2°) SQ: Média de pontuagcdo em submisséo de tarefas similares;
o 3°) EC: Média de submissao de tarefas similares;

o 4°) SR: Média geral de submissao de tarefas.

O objeto tasksRecommendations contém uma lista com as tarefas a serem
recomendadas para o usuario em questdo, ordenadas pela relevancia da
recomendacgao conforme os critérios descritos e também levando em consideracao a

quantidade parametrizada, um exemplo desta lista pode ser observado na Tabela 14.

Tabela 14. Matriz contendo métricas de similaridade e histérico

ID do ID Tarefa ID Nova Similaridade Média Média Média Geral
Usuario Histdrico Tarefa (SIm) Pontuagao (SQ) Submissao (EC) Submissao (SR)
269983 30077774 30093216 6,85 10,00 0,125 0,025
269983 30077774 30087903 6,73 10,00 0,125 0,025
269983 30079854 30090895 6,40 10,00 0,111 0,025
269983 30077774 30090895 6,35 10,00 0,125 0,025
269983 30085723 30086476 9,27 10,00 0,100 0,025

Na Tabela 15. Informacdes sobre histérico de participacdo do
usuarioTabela 15, pode ser observado as informagdes coletadas através da fungao
getListHistory contendo informagbes sobre o historico de participagao do usuario e

armazenado no objeto userHistory.

Tabela 15. Informacgdes sobre historico de participagcdo do usuario

URL API/REST: https://api.topcoder.com/v3/members/$userid$/challenges

Taskid Titulo Preco | Data de Data de Status Categoria Tipo
Registro | Submissao
30067224 | Titan Eye - | 4300 2018- 2018-07- | COMPLETED | DEVELOP CODE
Proximity 07-02 16
Hazard
Detection
Code Sprint
30067344 | Merlin 150 2018- 2018-07- | COMPLETED | DEVELOP | FIRST_2_FINISH
Query 07-02 12
Builder -
Call API to
get Input
Names
30090373 | [72 hrs] 900 2019- 2019-05- | COMPLETED | DEVELOP CODE
Quartz 05-10 13
Energy -
Core Trip
Scheduler
30068528 | Ideation 1500 2018- 2018-08- | COMPLETED | DEVELOP CODE
Challenge - 07-31 08
Build a
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Better
Tracker
30069223 | Karma 2200 2018- 2018-08- | COMPLETED | DEVELOP CODE
VSCode 08-16 21
extension
Exploratory
challenge

Na Tabela 16, pode ser observado as informagdes coletadas através da
funcdo getlListNewTasks contendo informagbes sobre novas tarefas disponiveis e

armazenadas no objeto newTasks.

Tabela 16. Informagdes sobre novas tarefas

URL API/REST: https://api.topcoder.com/v3/challenges/?filter=status%3DACTIVE

Taskid Titulo Preco | Data de Data de Tecnologias | Plataforma Tipo
Registro | Submisséo

30078144 | Doppler App - 400 2019- 2019-03- React MOBILE CODE
Mobile App - 01-02 24 Native,
Android - Fixes NodeJS
Part 1

30085985 | Desktop 1800 2019- 2019-04- NodedsS, DEVOPS CODE
Deployment 04-10 15 Express
Management
Tool - API
Implementation

30086241 | FTA - Fix Flex 600 2019- 2019-03- Java DESKTOP | FIRST_2_FINISH
application 03-13 23

Neste capitulo foi apresentado uma visdo geral sobre o sistema de
recomendacgao proposto detalhando o modelo de similaridade de tarefas SIM-Crowd,
modelo de avaliag&o do histérico do usuario URH-Crowd e por fim o algoritmo utilizado
para gerar as recomendagdes RA-Crowd. No proximo capitulo serdo detalhados os

experimentos utilizados para avaliacdo deste sistema.
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5. EXPERIMENTOS E RESULTADOS

O presente capitulo tem por objetivo apresentar os experimentos realizados
com o intuito de avaliar o sistema de recomendacao proposto denominado RS-Crowd
(Recommender System for Crowdsourcing). Para cada experimento € apresentada a
metodologia, os resultados e a discusséo.

Os dados utilizados como base para os experimentos foram extraidos do
TopCoder em um determinado periodo de tempo, utilizando uma metodologia de
avaliacao em Sistemas de Recomendagéo conceituada na literatura como abordagem
offline [46], porém assumindo que os resultados estejam correlacionados com o
comportamento real dos mesmos. Apesar da utilizagao da abordagem de avaliagao
offline, todas as etapas propostas no RS-Crowd foram utilizadas com a unica
diferenca: ao invés de realizar a busca de tarefas novas para recomendacéao, buscou-
se tarefas ja realizadas comparando os resultados obtidos com as provaveis
recomendagdes que seriam realizadas para cada usuario.

O processo realizado para coleta dos dados utilizados nos experimentos é
detalhado na secdo 5.1. Ja na sec¢do 5.2 sdo demonstrados os experimentos
realizados organizados da seguinte forma: (i) Avaliagdo das recomendacgdes
propostas pelo RS-Crowd com as parametrizagdes iniciais sugeridas no experimento
5.2.1; (ii) Avaliacao dos critérios de ordenacgao aplicados na lista de recomendacdes
pelo experimento 5.2.2; (iii) Avaliagcdo da variagdo da medida de similaridade

associada entre as tarefas proposta no modelo SIM-Crowd.

5.1. DADOS UTILIZADOS NOS EXPERIMENTOS

Segundo Herlocker [46], uma avaliagao offline objetiva e repetivel de um
Sistema de Recomendacéao requer a existéncia de uma base histérica de avaliagcoes
de itens por usuarios. Ao se verificar a qualidade de uma recomendacgao, os itens
recomendados sdo comparados com as avaliagcdes contidas na base historica.
Herlocker [46] sugere que a qualidade € medida pela semelhanga do conjunto de itens
recomendados para um determinado usuario em relagao ao conjunto dos itens melhor
avaliados pelo mesmo usuario. No contexto do TopCoder os usuarios nao avaliam as

tarefas, eles interagem por meio de registros e submissbdes, podendo vencer
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determinado desafio. Neste caso o objetivo € utilizar os dados historicos extraidos do
TopCoder para simular recomendacgdes a usuarios em um determinado periodo de
tempo e verificar se as tarefas que o usuario interagiu no periodo posterior fazem parte
do conjunto de tarefas recomendadas pelo RS-Crowd, ou seja, as recomendagdes
seriam efetivas.

Em um sentido mais amplo, o que se espera da realizacdo destes
experimentos € a filtragem de um conjunto de recomendagbes potencialmente
candidatas a um bom desempenho, para um conjunto menor, que possa ter seu
processo de avaliacdo continuado e testado com o objetivo de avaliagao real apos
esta filtragem.

Atualmente o TopCoder conta com uma base de dados com mais de 1,5
milhdes de usuarios cadastrados e mais de 55 mil tarefas completadas, dados estes
extraidos do proprio site'? Em virtude do seu tamanho e por questées de performance
nao serem objetos deste estudo, optou-se por selecionar parte destes dados para
realizacdo do experimento, seguindo os critérios detalhados abaixo:

e Periodo de um ano: O periodo determinado para coleta de dados foi entre
20/06/2018 a 20/06/2019;

o Categoria “Developer’: Existem trés principais tipos de categorias que as
tarefas estdo vinculadas: Design, Data Science e Developer. Como o
objetivo deste trabalho é recomendar tarefas para desenvolvimento de
software por meio do TopCoder, a categoria Developer foi escolhida;

o Status “Completed”: Existem diversos tipos de status associados as
tarefas, como cancelado, incompleto, etc... Para garantir que a tarefa teve
seu ciclo completo dentro do TopCoder, ou seja, passou por todas as fases
inerentes ao processo, optou-se por a realizacao deste filtro selecionando
somente tarefas com status igual a “Completed”;

e Usuarios Ativos: Foram selecionados os usuarios que ja se registraram ao
menos em uma tarefa no periodo selecionado. No estudo de Yang et al [6]
€ mencionado o alto indice de usuarios considerados inativos na plataforma,
Ou seja, usuario que nunca ao menos registrou-se em alguma tarefa na

plataforma, portanto, como o sistema recomendacao proposto depende de

12 https://www.topcoder.com/community/statistics/
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histérico de usuarios para gerar recomendagdes, 0s usuarios sem nenhum

tipo de interagao foram ignorados.

Para coleta dos dados, utilizou o modulo “Buscar Historico” e “Buscar
Tarefas” existentes 0 RS-Crowd com a adaptagao em relagdo a busca de tarefas e
histérico para um periodo fixo, utilizando como parametro o periodo descrito acima.

Na utilizagdo de experimentos com avaliagao offline, existe a necessidade
da divisdo da base de dados [41], neste caso o histérico de participagao dos usuarios,
em dois conjuntos: um de treinamento e outro de teste. O conjunto de treinamento
sera utilizado como base para originar-se as recomendagdes ao usuario baseado em
seu historico, ja o conjunto de testes € utilizado para a avaliagdo das recomendacdes
geradas aplicando métricas comuns em sistemas de recomendagdo. Segundo
Marques [41] o processo de divisdo destes conjuntos pode ser aleatoério, ou
manipulado de modo a garantir algumas propriedades em ambos subconjuntos. Ainda
segundo Marques [41], o processo pode ser exclusivo ou n&o exclusivo, ou seja, 0s
itens selecionados para um conjunto podem ou nao estar presentes no outro conjunto.

Ap06s definir o método de separacéo, € necessario definir a proporgao de
divisdo entre os conjuntos de treinamento e testes. Neste caso, segundo Amatrian [32]
uma configuracao geralmente utilizada € a divisao aleatéria exclusiva na proporgao
80 por 20, ou seja, o conjunto original sera dividido aleatoriamente em dois novos
conjuntos sendo: 80% o conjunto de treinamento e 20% conjunto de teste, garantindo
que itens presentes no conjunto de treinamento, ndo devem estar presentes no
conjunto de testes.

Com base nestas definicdes, no presente trabalho optou-se pela utilizagao
do processo divisdo aleatdria exclusiva na proporg¢ao de 75 por 25, sendo o critério de
filtro a data de encerramento de registro na tarefa. Selecionou-se o processo de
divisao aleatdrio exclusivo como forma de garantir a integridade das recomendacbes,
uma vez que nao faria sentido recomendar tarefas que o usuario ja esta interagindo.
Quanto a proporgao, optou-se pelo 75 por 25 pois como o critério de filtro sdo datas,
para fins de arredondamento utilizou-se para o conjunto de treinamento os primeiros
9 meses de dados histéricos, ou seja, o periodo de 20/06/2018 a 19/03/2019 e para o
conjunto de testes os 3 meses seguintes, 20/03/2019 a 20/06/2019.

Na Tabela 17 pode ser observado o detalhamento dos conjuntos de

treinamento e testes em relagao ao conjunto original de dados.
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Tabela 17. Divisdo conjunto de treinamento e testes

Tipo Informacgao Original Treinamento Testes
Usuarios 352 331 206
Tarefas 1459 1022 437
Histérico (usuario x tarefa) 18678 14020 4658

Por se tratar de um experimento com abordagem de avaliagao offline, com
as tarefas ja definidas, optou-se por realizar previamente o calculo de similaridade
entre as tarefas usando o modelo de similaridade de tarefas SIM-Crowd, bem como a
aplicacdo do modelo de avaliagdo de histérico do usuario URH-Crowd, acéao
executada no moédulo “Calcular Similaridades” proposto no RS-Crowd. Desta forma,
ao final deste processo, obtém-se uma matriz de tarefas com a medida de similaridade
entre as mesmas e também os indicadores sobre o histérico de participagdo em
tarefas semelhantes. Na Tabela 14 apresentada na secao 4.4 pode ser observado
um exemplo da matriz retornada.

Os experimentos detalhados a seguir, utilizam como base os dados
mencionados nesta sec¢ao, as variagdes em cada experimento se dao nos parametros
utilizados como entrada no modulo “Ordenar Recomendacdes” e no caso do
Experimento 2 a variagdo no indice para considerar uma tarefa similar, utilizado no

modulo “Calcular Similaridades”.

5.2. EXPERIMENTOS REALIZADOS

A seguir sdo detalhados os experimentos realizados seguido da analise

sobre os resultados obtidos.

5.21. Experimento 1 — Avaliar recomendagoes do RS-Crowd com as
parametrizag¢odes iniciais sugeridas

Este experimento tem como objetivo verificar a capacidade do RS-Crowd
gerar recomendacgdes relevantes ao usuario, ou seja, indicar tarefas que possam ser
de seu interesse com base em tarefas do passado. Para isto, foram utilizadas algumas
meétricas normalmente utilizadas para analise da qualidade da recomendacgao [33],
conforme mencionadas na se¢ao 2.2.4, sendo elas: Preciséo (Precision), Revocagéo

(Recall) e F-Measure.
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Como no algoritmo proposto para o RS-Crowd o numero de tarefas a serem
recomendadas € parametrizavel, neste mesmo experimento procurou-se avaliar
também as métricas mencionadas acima variando o numero de tarefas recomendadas
ao usuario nas seguintes quantidades: 5, 10 e 20 tarefas, escolhidas por
agrupamento, representados respectivamente pelas siglas TOP-5, TOP-10 e TOP-20.

Quanto ao critério de ordenacgao, foi utilizado neste experimento o critério
sugerido inicialmente, ou seja, que as tarefas a serem recomendadas sigam a
seguinte ordenacgao: SIM (Similaridade entre os atributos das tarefas), SQ (Média de
pontuacdo em submissao de tarefas similares) e EC (Média de submissao de tarefas
similares).

Para a realizagdo do experimento, foi utilizada a abordagem de avaliagéo
offline, usando o conjunto de dados coletado conforme mencionado na seg¢éo 5.1.
Para cada usuario foi verificado seu histérico de participagdo obtido da base de
treinamento com 1022 tarefas e comparado com as 437 tarefas existente na base de
testes, a partir disto sera gerado a matriz de similaridade, considerando os parametros
quanto a quantidade e ordenacao das recomendacdes conforme mencionado acima.
Neste experimento, o indice utilizado no modelo SIM-Crowd para verificar se uma
tarefa é similar a outra é igual ou superior a 7, indice este escolhido inicialmente que
sera reavaliado nos experimentos posteriores.

Na Tabela 18 sao apresentados os resultados médios obtidos apés o
calculo das métricas de recomendacdo e a variagdo quanto ao numero de

recomendacgdes para todos os usuarios.

Tabela 18. Calculo de Precisédo, Revocacao e F-Measure

‘Recomendagées Precisao Revocagao F-Measure

TOP-5 0,2057 0,0022 0,0044
TOP-10 0,1956 0,0041 0,0079
TOP-20 0,1792 0,0064 0,0123

A representagao visual do relacionamento entre as métricas obtidas e sua
variagado entre o numero de recomendacgdes geradas pode ser observado no grafico

apresentado na Figura 9.
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Precisdo Revocacéo F-measure

TOP-5 TOP-5 TOP-5 0,0048
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Figura 9. Grafico representando o calculo da precisao, revocacao e f-measure.

Analisando a Tabela 18 e a Figura 9, observa-se que apesar da pequena
variagdo de desempenho, a lista contendo 5 recomendagdes (TOP-5) obtém um
melhor resultado perante as demais em relacado a precisao apresentada obtendo um
valor médio de 0,2057. Ja a menor precisao verificada é para a lista contendo 20
recomendagdes (TOP-20), sendo um valor médio de 0,1792. Isto deve-se a uma
caracteristica da métrica Precisdo, onde a medida que o tamanho da lista de
recomendacgdes aumenta, a tendéncia é que a proporcédo de recomendacdes corretas
diminua. O baixo valor de revocagcdo medido principalmente na lista contendo 5 tarefas
recomendadas (TOP-5) no valor de 0,0022 j& era esperado devido a pequena
quantidade de tarefas recomendadas em relagdo ao total de tarefas analisadas,
conforme detalhado anteriormente, totalizando 437 tarefas. Pelo mesmo motivo, o
valor mais expressivo € encontrado na lista contendo 20 tarefas (TOP-20), com um
valor de revocagédo médio encontrado igual a 0,0064.

Segundo Herlocker [33], a medida mais apropriada para sistemas de
recomendagao que nao propde-se a retornar todos as recomendacgdes geradas € a
precisdo, porém no presente trabalhou optou-se pela utilizacdo da revocacao para que
sejam obtidos mais indicadores sobre as variagbes do numero de tarefas a serem
recomendadas. Outro ponto € que os valores de precisdo e revocagao possuem
tendéncia de crescimento inversas, ou seja, a medida que o tamanho da lista de itens
recomendados aumenta, a expectativa € que a precisdo diminua e a revocagao
aumente. Desta forma também houve necessidade de utilizagdo da métrica f-measure

como maneira de obter uma média harmdnica entre preciséo e revocagao.
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5.2.2. Experimento 2 — Avaliar critérios de ordenacgao aplicados a lista de
recomendagoes

Para gerar a recomendacao de tarefas ao usuario proposta no RS-Crowd,
além da necessidade de verificar a similaridade entre as tarefas existentes no historico
do usuario e as novas tarefas disponiveis na plataforma, a abordagem sugere que
seja realizada uma avaliagdo no histérico do usuario por meio de sua interagédo com
as tarefas do TopCoder usando o URH-Crowd. As métricas utilizadas neste modelo
sdo a média geral de submissao de tarefas do usuario (Submission Rate — SR), média
de submissdo em tarefas similares (Effort Concentration — EC) e a média de
pontuagao em tarefas similares (Submission Quality — SQ).

Como no algoritmo proposto para o RS-Crowd o critério de ordenagao das
tarefas a serem recomendadas é parametrizavel, procurou-se avaliar qual a melhor
combinacao de ordenacao entre os parametros permitidos, sendo as métricas obtidas
apos aplicagdo do URH-Crowd (SR, SQ e EC) bem como a medida de similaridade
obtida na aplicacdo do modelo SIM-Crowd (SIM). Neste experimento, nao utilizou-se
como critério de ordenacao o atributo SR (Submission Rate) uma vez que trata-se de
um atributo estatico e ndo influencia nas métricas utilizadas considerando o contexto
de um usuario em especifico. O indice utilizado no modelo SIM-Crowd para verificar
se uma tarefa € similar a outra € igual ou superior a 7, que foi indicado inicialmente e
sera avaliado no experimento 03 descrito na se¢ao 5.2.3.

Na Tabela 19 sao apresentados os resultados médios obtidos apds o
calculo das métricas de recomendacdo, variagdo quanto ao numero de

recomendacgdes e variagao no tipo de ordenacgao utilizada.

Tabela 19. Calculo de Precisdo, Revocacao e F-Measure para diferentes tipos de
ordenacao

Ordenagdo | Recomendagdes Precisdo Revocacdo F-Measure

sim_sq_ec TOP-5 0,2057 0,0022 0,0044
sim_sq_ec TOP-10 0,1956 0,0041 0,0079
sim_sq_ec TOP-20 0,1792 0,0064 0,0123
sim_ec_sq TOP-5 0,2057 0,0022 0,0044
sim_ec_sq TOP-10 0,1956 0,0041 0,0079
sim_ec_sq TOP-20 0,1796 0,0064 0,0124
sq_sim_ec TOP-5 0,2245 0,0024 0,0048
sq_sim_ec TOP-10 0,2064 0,0043 0,0084




sg_sim_ec TOP-20 0,1870 0,0068 0,0130
sg_ec_sim TOP-5 0,2254 0,0024 0,0048
sq_ec_sim TOP-10 0,2077 0,0043 0,0085
sg_ec_sim TOP-20 0,1872 0,0068 0,0130
ec_sim_sq TOP-5 0,2156 0,0023 0,0046
ec_sim_sq TOP-10 0,2059 0,0043 0,0084
ec_sim_sq TOP-20 0,1870 0,0068 0,0130
ec_sqg_sim TOP-5 0,2164 0,0023 0,0046
ec_sqg_sim TOP-10 0,2059 0,0043 0,0084
ec_sqg_sim TOP-20 0,1866 0,0068 0,0130
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A representacdo visual do relacionamento entre as métricas obtidas, sua

variagado entre o numero de recomendacgdes geradas e a variagao entre a ordenacgao,

pode ser observado no grafico apresentado na Figura 10.
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Figura 10. Calculo precisao, revocacgao e f-measure com variagao de ordenacao.

Analisando a Tabela 19 e Figura 10, observa-se que a ordenagao com

melhor desempenho em relagao a precisao € a lista contendo 5 recomendacdes (TOP-

5) utilizando a ordenagéo SQ_ EC_ SIM obtendo um valor de 0,2254 seguida da lista

de contendo 5 recomendagbes (TOP-5) com ordenagdo SQ_EC_SIM obtendo um

valor de 0,2245. Como neste tipo de ordenacdo € levado em consideracgéao,

primeiramente, a taxa média de pontuacao do usuario em tarefas similares (SQ), faz

sentido este tipo de ordenacao ter um resultado melhor perante os demais, pois a

tendéncia € o usuario registrar-se/submeter tarefas em que teve um bom desempenho

no passado.

0,0150
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Outro ponto que chama atencdo, € que a ordenacdo SIM_SR EC e
SIM_EC_SR obtém praticamente o mesmo desempenho, mesmo variando o numero
de tarefas recomendadas. Utilizando este tipo de ordenacgédo nota-se uma pequena
diferenga nas medidas de precisao, revocacgao e f-measure para a lista de 20 tarefas
para recomendacgao (TOP-20). Isto deve-se pela prevaléncia na ordenagao do indice
de similaridade entre as tarefas (SIM), como os indices de SQ e EC sao interligados,
pois tratam do histérico de submissao em tarefas similares. Em casos que o usuario
nao tiver historico de submissédo ou os indices forem muito similares entre todas as
tarefas a serem comparadas, o indice de similaridade vai sempre prevalecer aos
demais.

A principal relevancia deste experimento foi identificar que o melhor critério
de ordenacéo a ser utilizado € o SQ_SR_SIM, ao invés do critério SIM_SQ_SR, como
proposto inicialmente. A diferenca entre estas duas formas de ordenagao pode ser

melhor observada na Figura 11.

Precisdo Revocacéo F-Measure

TOP-5
sim_sq_ec

TOP-5 TOoP-5 0044
sim_sq_ec sim_sq_ec 0.

TOP-10
sim_sq_ec

TOP-10
sim_sq_ec

TOP-10
sim_sg_ec

0,0079

TOP-20
sim_sq_ec

TOP-20
sim_sq_ec

TOP-20
sim_sq_ec

TOP-5
sg_ec_sim

TOP-5

TOP-5
sq_ec_sim L

sq_ec_sim

TOP-10
sq_ec_sim

TOP-10

TOP-10
sq_ec_sim 0.0085

sg_ec_sim

TOP-20 TOP-20 OP-20
sq_ec_sim 5q_ec_sim sq_ec_sim

0,0000 0,0500 0,1000 0,1500 0,2000 0,2500 0,0000 0,0020 0,0040 0,0060 0,0080 0,0000 0,0050 0,0100

Figura 11. Calculo preciséo, revocagao e f-measure com variagao de ordenagao
entre SIM_SQ_SR e SQ_SR_SIM.

Como observa-se na Figura 11, a precisdo encontrada utilizando a
ordenagdo SQ_EC_SIM na lista contendo 5 recomendacgdes (TOP-5) com valor de
0,2254 ¢ significativamente superior a ordenagdo SQ_EC_SIM, também com uma lista
de 5 recomendacgdes (TOP-5) de medida 0,2057. As outras métricas como revocacgao
e f-measure também sao superiores utilizando a ordenagdo SQ_EC_SIM. Desta
forma, sugere-se utilizar este tipo de ordenagdo como parametro inicial na utilizagéo

do sistema de recomendacido RS-Crowd.

00123

00130

0,0150
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5.2.3. Experimento 3 — Avaliar variagao da medida de similaridade
associada entre tarefas

Conforme visto na sec¢ao 4.2, para identificar a similaridade entre as tarefas
associadas ao historico de participacdo do usuario e as novas tarefas disponiveis no
TopCoder, é aplicado o SIM-Crowd, modelo de similaridade de tarefas. Este
experimento objetiva avaliar, com base nas métricas de recomendacao vistas nos
experimentos anteriores (precisdo, revocagao e f-measure), quais os resultados
obtidos variando-se o indicador de similaridade proposto com os valores 5, 6, 7 e 8.

Para uma analise mais ampla, optou-se por manter a variacdo da
quantidade de itens a serem recomendados conforme proposto também nos
experimentos anteriores, ou seja, foram calculadas as métricas para as
recomendagdes TOP-5, TOP-10 e TOP-20 da lista de recomendacdes.

Quanto a ordenacgao, foi utilizado neste experimento o critério identificado
com melhor desempenho no Experimento 2, ou seja, que as tarefas a serem
recomendadas sigam a seguinte ordenacao: SQ (Média de pontuagédo em submisséo
de tarefas similares), EC (Média de submissao de tarefas similares) e SIM
(Similaridade entre os atributos das tarefas), representado pela sigla SQ_EC_SIM.

Na Tabela 20 sao apresentados os resultados obtidos apds o calculo das
métricas de recomendagao, a variagdo quanto ao numero de recomendacdes e a

variagao da medida aplicada no modelo de similaridade de tarefas.

Tabela 20. Calculo de Precisdo, Revocacao e F-Measure para diferentes indices de
similaridade.

Similaridade | Recomendagdes Precisdo Revocagao F-Measure‘

TOP-5 0,1377 0,0015 0,0031
5 TOP-10 0,1224 0,0027 0,0053
5 TOP-20 0,1045 0,0046 0,0089
6 TOP-5 0,1472 0,0016 0,0032
6 TOP-10 0,1350 0,0029 0,0057
6 TOP-20 0,1267 0,0053 0,0102
7 TOP-5 0,2254 0,0024 0,0048
7
7
8
8
8

a

TOP-10 0,2077 0,0043 0,0085
TOP-20 0,1872 0,0068 0,0130
TOP-5 0,3537 0,0035 0,0068
TOP-10 0,3436 0,0057 0,0112
TOP-20 0,3398 0,0073 0,0141
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A representacdo visual do relacionamento entre as métricas obtidas, sua
variagao entre o numero de recomendacgdes geradas e a variagdo entre as medidas

de similaridade, pode ser observado no grafico apresentado na Figura 12.
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Figura 12. Comparagao das métricas com variagdo da medida de similaridade

Analisando a Tabela 20 e a Figura 12, observa-se que utilizando a medida
de similaridade maior ou igual a 8 no célculo de similaridade de tarefas proposto no
SIM-Crowd, o desempenho da métrica de precisao € significativamente superior as
demais medidas. Isso ocorre em todos os tamanhos de listas de recomendacgdes
(TOP-5, TOP-10 e TOP-20) apresentando o valor 0,3537, 0,3436 e 0,3398,
respectivamente ao tamanho das listas de recomendagdes. Ja para as métricas de
revocagao e f-measure os valores permanecem semelhantes as demais medidas de
similaridade. Na Figura 12, observa-se também que a precisdo tém um melhor
desempenho a medida que o indice utilizado para o calculo de similaridade aumenta,
isto deve-se que ao ser recuperado tarefas mais similares a tarefas que o usuario
interagiu anteriormente, maior a chance do usuario ter interesse nestas tarefas.
Porém, ao utilizar um indice muito alto de similaridade na comparacao entre tarefas,
o numero de tarefas a serem recomendadas tende a diminuir em virtude da
especializagdo na busca de tarefas, em alguns casos pode ocorrer que, para alguns
usuarios, o sistema nao consiga recomendar tarefas, pois com indice muito alto pode

nao encontrar tarefas similares entre novas tarefas e o histérico do usuario.
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Como forma de validar a propor¢cado das recomendagdes gerada para os
indices de similaridades propostos, pode se utilizar uma métrica também relacionada
a sistemas de recomendagao chamada cobertura (coverage), detalhada na secgéo
224.

Na Tabela 21, € apresentado a relacdo entre o indice de similaridade
utilizado e a abrangéncia de recomendacodes representada pelo numero de usuarios
em que o sistema pode recomendar tarefas, seguido da medida de cobertura

considerando o base de treinamento com 331 usuarios conforme definido

anteriormente.

Tabela 21. Calculo de cobertura variando indice de similaridade.

dalridade Abrange d ecomenaacoe obe d
e dallo

5 308 0,9305
6 283 0,8550
7 224 0,6767
8 114 0,3444

Na Figura 13, é representado o relacionamento disposto na tabela acima.

Cobertura Recomendac¢des por similaridade

1,0000
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Similaridade

Figura 13. Cobertura de recomendagbes com variagao do indice de
similaridade.
Como pode ser observado, utilizando o indice de similaridade maior ou
igual a 8, foi possivel recomendar tarefas para apenas 114 usuarios, de um total 331
existentes na base de treinamento, ou seja, uma cobertura igual a 0,3444, a menor

entre a cobertura calculadas para todas as medidas de similaridade. Utilizando o
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indice de similaridade maior ou igual a 5, observa-se que possui uma cobertura mais
abrangente entre todas as medidas de similaridades apresentadas, com um valor de
0,9305, atingindo em 308 usuarios de um total de 331 existentes.

Apesar de apresentar o melhor indice de cobertura, o indice para calculo
de similaridade maior ou igual a 5 ndo demonstra um bom desempenho na preciséo
das recomendacgoes, portanto sugere-se utilizar além do calculo de cobertura, também
as métricas de precisao, revocagao e f-measure para que seja possivel encontrar um
equilibrio na parametrizagao a ser utilizada no RS-Crowd. Desta forma, com base
neste experimento sugere-se manter o indice proposto inicialmente, com indice de
similaridade maior ou igual a 7, pois apesar de n&o possuir a melhor taxa de cobertura,
considera-se que possui uma taxa de cobertura significativa com um valor de 0,6767,
contemplando 224 usuarios de um total de 331 na base de treinamento. Em
experimentos anteriores, o indice maior ou igual a 7 também possui indices
significativos de desempenho quanto a precisao nas recomendacgdes geradas.

Uma restrigao identificada na realizacdo dos experimentos deste trabalho,
foi a avaliacdo do Sistema de Recomendacido em tempo real, pois seria necessaria
uma quantidade consideravel de usuarios interagindo no TopCoder com algum
histérico de participagao associado ao seu perfil, bem como a necessidade de uma
integracao direta com a plataforma para disponibilizar as recomendagdes, algo muito
dificil de ocorrer devido ao reconhecimento da ferramenta a nivel mundial e também
por este trabalho ainda em encontrar-se em fase experimental. De qualquer forma
entende-se que apesar da utilizagédo de uma abordagem de avaliagao offline, devido
ao detalhamento do processo de recomendacgao seja possivel realizar 0 mesmo em
tempo real, pois a plataforma disponibiliza as informagdes necessarias em API aberta
e também o processamento pode ser realizado conforme os modelos apresentados.

Também foi observado algumas limitagdes referentes a técnica para
recomendacgao utilizada neste trabalho, neste caso a Filtragem Baseada em
Conteudo. A superespecializacdo € uma delas, resultando na dificuldade de
surpreender o usuario através de recomendagdes diferentes da habitual. A partida fria
também foi observada nos casos em que o usuario ndo possui histérico. Ambas
limitagdes n&o forma mitigadas por ndo ser objeto deste trabalho.

Percebe-se alguns fatores limitantes neste trabalho, contudo estas
restricdes podem representar a oportunidade de novas investigagbes em trabalhos

futuros.
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6. CONCLUSAO

Neste capitulo sdo apresentadas as conclusdes, destacando-se os
objetivos, as contribuigdes e os resultados obtidos no trabalho proposto. Por fim, sao
discutidas algumas perspectivas sobre trabalhos futuros identificados no decorrer do
presente trabalho.

A crescente expansdo das comunidades online surge como fontes
interminaveis de criatividade e novos talentos, sendo que as tarefas que eram
tradicionalmente realizadas por algum recurso contratado, estdo sendo realizadas
pelas comunidades de crowdsourcing. Este modelo pode ser utilizado em diversas
areas, entre elas o desenvolvimento de software, tendo inUmeras vantagens como
uma melhor qualidade do software, reducédo de custo, solugédo diversificadas entre
outros. Porém o sucesso na utilizagdo do crowdsourcing para o desenvolvimento de
software, depende de um grande numero de desenvolvedores estarem engajados que
registrem e submetam tarefas de forma recorrente. Um dos principais desafios
encontrados pelos usuarios de plataformas de crowdsourcing é a selecao de tarefas,
devido ao grande numero de tarefas disponiveis simultaneamente e a dificuldade de
encontrar tarefas de acordo com seu perfil. Os sistemas de recomendagéo surgem
como uma alternativa para amenizar este tipo de desafio, utilizados em situacdes
quando o usuario nao possui conhecimento suficiente para tomar uma decisado sobre
um dominio especifico ou quando ele ndo é capaz de avaliar todas as opgdes
disponiveis.

Com objetivo de minimizar o desafio quanto a dificuldade na selecao de
tarefas, neste trabalho foi proposto o RS-Crowd (Recommender System for
Crowdsourcing) um sistema de recomendacdo de tarefas para usuarios de
plataformas de crowdsourcing, mais especificamente do TopCoder, plataforma
amplamente utilizada no desenvolvimento de software crowdsourcing. A técnica de
recomendagao utilizada foi a filtragem baseada em conteudo, que consiste em
recomendar itens similares aos que o usuario interessou-se no passado. No RS-
Crowd, foi proposto um algoritmo denominado RA-Crowd (Recommender Algorithms
for Crowd) que sugere recomendagdes em tempo real com base no histérico de
iteracdo do usuario na plataforma. Para isto trabalhou-se em uma métrica para

calcular a similaridade entre novas tarefas disponiveis na plataforma com as tarefas
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que o usuario interagiu no passado, por meio de um modelo de similaridade de tarefas
intitulado SIM-Crowd (Similaritys in Crowdsourcing). Usando este modelo foi possivel
obter indicadores de similaridade quantitativas entre as tarefas. Ainda no RA-Crowd,
foi proposto um modelo para avaliagdo do histérico de participagdo do usuario em
tarefas similares, o URH-Crowd (URH — User Rating History), tendo como resultado
algumas métricas também quantitativas em relagado a submissao e pontuacao obtida
pelo usuario na plataforma.

A avaliacdo do sistema de recomendacido foi realizada por meio de
experimentos, usando uma abordagem de avaliagao offline, com dados extraidos do
TopCoder em um determinado periodo de tempo. Aos experimentos foram aplicadas
métricas comumente utilizadas na avaliacido de sistemas de recomendag¢ao, como
precisao (precision), revocagao (recall), f-measure e cobertura (coverage).

Com a realizagao dos experimentos pode observar-se que o melhor critério
a ser utilizado quanto a ordenacgao de tarefas a serem recomendadas deve considerar,
primeiramente, atributos dindmicos associados ao perfil do usuario que representam
o0 seu desempenho na plataforma, que por sinal, provou-se diferente do critério
sugerido inicialmente onde o grau de similaridade entre as novas tarefas e tarefas do
seu historico teriam preferéncia nesta ordenacgao. Outro fato importante revelado pelos
experimentos foi que ao aumentar o indicador da medida de similaridade, a preciséo
das recomendagdes aumenta, porém, a cobertura destas recomendagdes diminui,
nao sendo consistente utilizar indicadores muito altos para esta medida.

Por fim, conclui-se que os objetivos deste trabalho foram atendidos, uma
vez que foi possivel gerar recomendagbes personalizadas para usuarios da
plataforma TopCoder, com uma boa taxa de precisao e cobertura, utilizando modelos
de analise de similaridade de tarefas e modelo de avaliagdo do histérico do usuario
conforme proposto inicialmente. Entende-se que mesmo com a limitagdo de nao ser
possivel realizar as recomendagdes em tempo real devido a integracdo necessaria
com o TopCoder, a avaliagdo sendo realizada com dados histéricos extraidos da
plataforma através do detalhamento dos modelos e do algoritmo utilizado, é
demonstrada a possibilidade de gerar recomendagdes em tempo real para estes
usuarios. A escolha da filtragem baseada por conteudo, mostrou-se adequada pois
dado o contexto, pode observar-se que as vantagens citadas na literatura foram
refletidas nas recomendacdes geradas pelo RS-Crowd, pois elas sao independentes

por ndo ser comparados perfis de usuarios, bem como a existéncia da possibilidade



77

de recomendar novos itens sem a necessidade de ter uma avaliacdo do usuario sobre
estes itens, uma vez que as recomendagdes sdo geradas a partir do histérico do
usuario. Algumas limitagdes desta técnica como a superespecializagao que trata da
dificuldade em recomendar itens com serendipidade, ou seja, que surpreenda o
usuario e a partida fria que trata da dificuldade de gerar recomendagdes para usuarios
sem histérico, também foram identificadas na abordagem proposta porém a mitigagao
destas limitagées nao foram objeto deste trabalho.

Desta forma, este trabalho tém as seguintes contribui¢des constatadas: (i)
um modelo de similaridade entre tarefas, com medidas individuais por atributo,
finalizando com somatério ponderado entre todas métricas; (ii) um modelo de
avaliacdo de historico do usuario com métricas relacionadas ao seu desempenho
quanto a submissbdes em tarefas; (iii) um algoritmo para buscar tarefas a serem
recomendadas aplicando os modelos mencionados; (iv) o sistema de recomendagao
de tarefas com a sugestao de parametrizagao inicial quanto a numero de tarefas
recomendadas e tipo de ordenacgao a ser utilizado.

Uma outra contribuicdo que esta relacionada a este trabalho, foi o artigo
CrowdRec: Desenvolvimento de um protétipo de sistema de recomendagdo para
plataformas de crowdsourcing utilizando Google Venture Design Sprint publicado na
SBSI em 2018, durante o mestrado. Este artigo prop6s um protétipo de interface inicial
para o Sistema de Recomendacao e seus resultados podem servir como base para a
construcdo de uma aplicacao voltada para recomendacgao de tarefas para os usuarios
das plataformas de crowdsourcing.

No decorrer do trabalho, foram identificadas algumas possibilidades de
aprimoramento e maior cobertura dos estudos para trabalhos futuros, sendo alguns
deles elencados a seguir:

e Avaliar a possibilidade de adi¢ao de mais atributos relacionados ao histérico
de participagao do usuario, como numero de tarefas em que o usuario esta
registrado simultaneamente. Isto pode afetar seu desempenho, pois
dependendo do numero de tarefas inviabiliza uma submissao qualificada;

e Utilizar o atributo SR (Submission Rate) para recomendar tarefas
diferenciadas a usuarios que possuam uma boa taxa geral de submisséo,
ou seja, usuarios que estejam submetendo tarefas com frequéncia na

plataforma;
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¢ Diferenciar recomendacgdes para usuarios que somente registraram e nao
submeteram tarefas, realizando ainda novos experimentos com este critério
e avaliando o comportamento de diferentes parametrizagbes quanto a
numero de tarefas recomendadas, bem como os critérios de ordenacgao a
serem utilizados;

e Realizar os experimentos de forma online e mais abrangente, como incluir
as demais categorias existentes no TopCoder como “Design” e “Data
Science”;

e Avaliar aderéncia da abordagem de recomendacido proposta em outras

plataformas de crowdsourcing.

Diante disso, por ser um desafio inerente ao contexto de software
crowdsourcing € com objetivo de propor ferramentas que auxiliem o usuario para
tomada de decisao, vislumbra-se a possibilidade de evolugao e aprimoramento deste
estudo com objetivo de aumentar o engajamento e participagdo de usuarios que

utilizam as plataformas de desenvolvimento de software crowdsourcing.
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